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Abstrakt
Tato bakalářská práce se zabývá návrhem
a vývojem aplikace pro analýzu dat o
studentech vysokých škol, která jsou do-
stupná z Ministerstva školství ČR. Cílem
je umožnit uživatelům provádět statis-
tické analýzy a vizualizace, což přispívá k
lepšímu porozumění a využití těchto dat.
Práce zahrnuje shromažďování a předzpra-
cování dat, ověřování hypotéz k jejich kva-
litě a vývoj interaktivního softwaru. Vý-
sledná aplikace obsahuje několik scénářů,
díky kterým si uživatelé mohou osvojit
základy datové analýzy.

Klíčová slova: datová analýza,
vizualizace dat, statistická analýza,
veřejně dostupná data, vzdělávací data,
aplikace pro analýzu dat, naučná
aplikace, python aplikace

Vedoucí: Ing. Pavel Náplava, Ph.D.

Abstract
This bachelor’s thesis focuses on designing
and developing an application for analyz-
ing data on university students available
from the Czech Ministry of Education.
The aim is to enable users to perform sta-
tistical analyses and visualizations, con-
tributing to a better understanding and
utilization of these data. The work in-
cludes the collection and preprocessing
of data, verification of hypotheses regard-
ing their quality, and the development of
interactive software. The resulting appli-
cation contains several scenarios through
which users can learn the fundamentals
of data analysis.

Keywords: data analysis, data
visualization, statistical analysis, publicly
available data, educational data, data
analysis application, educational
application, python application

Title translation: Application for
analysing publicly available data on
university students
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Kapitola 1
Úvod

1.1 Úvod do tématu

Datová analýza je zásadní ve všech aspektech moderního života, umožňuje
nám lepší porozumění světu kolem nás. Každodenně se setkáváme s daty
prezentovanými skrze grafy, statistiky a zprávy, které jsou aplikovány na-
příč různými obory. Tyto informace nám pomáhají formovat naše názory a
rozhodování. V rámci této práce se zaměříme na analýzu dat specificky z
prostředí vysokých škol, čerpaných z veřejně dostupných zdrojů Ministerstva
školství, mládeže a tělovýchovy ČR. Vzdělání, a zejména vysokoškolské stu-
dium, může hrát klíčovou roli v kariérním růstu a je často diskutováno z
hlediska průchodnosti a uplatnitelnosti na trhu práce.

Ačkoli nástroje jako Microsoft Excel poskytují základní možnosti pro ana-
lýzu dat, mohou být omezené nebo obtížně využitelné pro složitější analýzy.
Na druhé straně pokročilé platformy jako Tableau1 nebo PowerBI2 mohou
být pro nováčky příliš komplexní a náročné na pochopení.

1.2 Motivace práce

Motivací pro tuto práci bylo mé osobní zaujetí pro datovou analýzu, které se
prohloubilo během studia, kde jsme právě měli předmět na základy datové
analýzy. V předmětu jsme narazili na otázky týkající se průchodnosti a kvality
vysokoškolského vzdělání, což jsou diskuse, které rezonují mezi studenty při
volbě univerzity.[1] S tímto tématem se často setkávají i veřejné debaty, ve
kterých jsou vysoké školy hodnoceny z hlediska náročnosti a uplatnitelnosti
vzdělání na trhu práce.

Myšlenka z úvodu nás motivovala k vytvoření uživatelsky přívětivé aplikace,
která začátečníkům poskytne jednoduchý nástroj na analýzu dat z prostředí
vysokých škol. Tento projekt poté přerostl v myšlenku zahrnout také výuku
základům datové analýzy, čímž aplikace poslouží i jako vzdělávací nástroj.

1Tableau je software pro vizualizaci dat, umožňující rychlé vytváření grafů a dashboardů
s intuitivním ovládáním.

2PowerBI od Microsoftu slouží k vizualizaci dat, umožňuje sdílení poznatků a integraci
s dalšími Microsoft produkty.
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1. Úvod ........................................
1.3 Cíle práce

Prvotním cílem této práce je navrhnout a vytvořit aplikaci pro různé datové
analýzy nad běžně dostupnými daty o studentech a studiích na vysokých
školách. Tento proces zahrnuje vyhledání volně dostupných datových sad,
jejich analýzu a úpravu do lépe zpracovatelného formátu. Dále bude nezbytné
navrhnout hypotézy, které ověří kvalitu dat a možnosti jejich analýzy. Ná-
sledně navrhneme a vytvoříme aplikaci pro práci s těmito daty a ověříme její
funkčnost na základě navržených hypotéz.

Během vývoje se navíc začneme soustředit na to, aby aplikace byla využi-
telná i k výuce základům datové analýzy. Naše vytvořené hypotézy budou
sloužit jako výukové scénáře, které uživatelům pomohou lépe pochopit základy
analýzy dat.

1.4 Použité technologie

Bakalářská práce byla tvořena za pomoci několika moderních nástrojů a
technologií. Použil jsem OpenAI chatbota3, který mi pomáhal přeformu-
lovávat texty, opravovat gramatiku a dělat rychlou úvodní analýzu textu.
Tento nástroj mi značně usnadnil práci s textovými materiály a umožnil mi
se soustředit na technické aspekty projektu [2].

Při programování aplikace jsem využíval GitHub Copilot4, který mi
pomáhal doplňovat kód a implementovat metody. Díky GitHub Copilot se
zvýšila moje produktivita a rychlost psaní kódu, protože mi doplňoval funkce.
Tím jsem se mohl více soustředit na strukturu a obsah aplikace než na
samotné psaní kódu. Tento nástroj také snížil počet chyb a překlepů v kódu,
což přispělo k vyšší kvalitě výsledného produktu.

1.5 Struktura práce

Práce je rozdělena do následujících kapitol:.Úvod – Definuje problematiku, motivaci a cíle práce, použití technologií
a strukturu práce..Rešerše, metody a nástroje pro datovou analýzu – Zaměřuje se
na rešerši dostupných zdrojů, nástrojů a metod pro datovou analýzu.
Obsahuje definici cílů rešerše, přehled existujících aplikací, relevantní
literaturu, dostupné návody a tutoriály, zdroje dat a roli umělé inteligence
v analýze dat. Dále popisuje metody a techniky pro sběr a analýzu dat.. Sběr a zpracování dat – Popisuje metody a techniky sběru dat a jejich
předzpracování, včetně detailního průzkumu struktury a obsahu tabulek.

3https://chat.openai.com/
4https://github.com/features/copilot
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................................... 1.5. Struktura práce

V této kapitole jsou vyhledány a analyzovány volně dostupné datové
sady, poskytující informace o studentech vysokých škol..Analýza dat a formulace otázek a hypotéz pomocí Power BI –
Navrhuje a popisuje ukázkové hypotézy a otázky, které umožní ověřit
kvalitu dat a možnosti jejich analýzy. Obsahuje analýzu dat a interpretaci
výsledků pro každou formulovanou hypotézu, přičemž využívá nástroj
Power BI..Analýza požadavků a návrh aplikace – Detailní analýza uživatel-
ských a systémových požadavků, návrh architektury aplikace, výběr
technologií a vytvoření aplikace pro provádění analýz datových sad..Vývoj aplikace – Podrobný popis implementace aplikace, včetně reali-
zace jednotlivých komponent, a popis architektury aplikace s důrazem
na možnosti importu a exportu různých datových sad..Testování a validace – Popisuje metody testování aplikace, zahrnující
uživatelské testy a validaci výsledků. Testování probíhá na základě dříve
stanovených hypotéz, s důrazem na end-to-end a manuální testy. Validace
zahrnuje porovnání výsledků naší aplikace s Power BI, což ověřuje její
přesnost a spolehlivost..Diskuse – Diskuze o dosažených výsledcích, identifikovaných omezeních
a návrhy na zlepšení. Ukázka dalších možností využití aplikace.. Závěr – Shrnutí hlavních výsledků práce, její přínos a reflexe osobních
zkušeností a získaných dovedností..Přílohy – Obsahuje doplňující materiály a zdroje, včetně technické
dokumentace, spustitelného souboru aplikace a odkazu na repozitář se
všemi využitými tabulkami, obrázky a zdrojovými kódy aplikace.

Struktura práce byla navržena tak, aby odpovídala požadavkům zadání a
cílům práce.
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Kapitola 2
Teoretický základ

Tato kapitola poskytuje teoretický rámec pro pochopení a analýzu dat v
kontextu vysokého školství v České republice. Cílem je představit metody
sběru a analýzy dat, které pomáhají lépe porozumět trendům ve vzdělávacím
sektoru.

Nejprve se zaměřujeme na rešerši dostupných nástrojů a metod pro datovou
analýzu, jako jsou R, Python a Power BI. Prozkoumáváme existující studie a
literaturu, které se věnují analýze dat ve vzdělávání, a identifikujeme klíčové
techniky používané v této oblasti.

Následně detailně popisujeme metody a techniky datové analýzy, včetně
deskriptivní statistiky, korelace, lineární regrese a vizualizačních technik. Tyto
metody umožňují efektivní zpracování a interpretaci dat a poskytují podklad
pro rozhodování a tvorbu politik ve vzdělávání.

Závěr kapitoly se věnuje diskusi o možnostech dalšího výzkumu a potenci-
álních aplikacích zjištěných poznatků pro zlepšení vzdělávacího sektoru.

Kapitola poskytuje ucelený přehled o metodách a přístupech k datové
analýze relevantních pro oblast vysokého školství, podporujících vědecký
výzkum a praktické aplikace.

2.1 Rešerše dostupných zdrojů, nástrojů a metod
pro datovou analýzu

2.1.1 Definice cílů rešerše

Cílem této rešerše je identifikovat a zhodnotit dostupné zdroje, nástroje a
metody pro datovou analýzu v kontextu vysokého školství v České republice.
Zaměříme se na veřejně dostupná data a prozkoumáme, jaké nástroje a
metodiky jsou využívány pro analýzu těchto dat, s důrazem na zjišťování
trendů v úspěšnosti studia a zaměstnatelnosti absolventů. Rešerše se zaměřuje
na následující klíčové aspekty:..1. Shromáždění dat: Lokalizace a agregace veřejně dostupných datových

souborů o studentech.
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2. Teoretický základ .....................................2. Vyhledání dostupných nástrojů a platforem: Identifikace a evaluace
softwarových řešení a platforem, které umožňují efektivní sběr, zpracování
a analýzu dat. Zahrnuje přehled populárních nástrojů jako jsou R, Python,
Microsoft Excel, Tableau, Power BI a další, včetně dostupných online
návodů a tutoriálů pro jejich použití...3. Prozkoumání existujících prací a literatury: Detailní rešerše a ana-
lýza akademických prací, článků a studií zabývajících se tématem datové
analýzy ve vzdělávání. Identifikace klíčových zjištění, metodologických
přístupů a nevyřešených otázek, které by mohly inspirovat a informovat
naši práci...4. Analýza a evaluace metod: Prozkoumání současných metod datové
analýzy a statistik používaných pro interpretaci a zpracování vysoko-
školských dat. Identifikace vhodných technik a nástrojů pro zpracování
komplexních datových souborů.

2.1.2 Existující aplikace pro datovou analýzu

V současném dynamickém světě datové analýzy existuje celá řada nástrojů
a technologií, které jsou klíčové pro efektivní práci s daty, jejich analýzu a
vizualizaci. Tyto nástroje jsou vysoce ceněny jak v akademických kruzích, tak
v průmyslovém sektoru pro jejich schopnost zpracovávat rozsáhlé datové sady,
poskytovat hluboké analýzy a podporovat rozhodovací procesy na základě
dat. Níže(viz 2.1.2) uvádím některé z nejvíce uznávaných a používaných
softwarových řešení podle různých internetových článků1234 a také grafu na
obrázku 2.1, který porovnával nejžádanější technické zdatnosti v data science
pracích v roce 2022.

1https://skillmea.cz/blog/11-najlepsich-nastrojov-na-analyzu-dat
2https://careerfoundry.com/en/blog/data-analytics/data-analytics-tools/
3https://dataforest.ai/blog/choosing-data-science-tools-striking-the-balance
4https://www.finereport.com/en/data-analysis/comparison-of-data-analysis-tools-excel-r-python-and-bi.

html
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............. 2.1. Rešerše dostupných zdrojů, nástrojů a metod pro datovou analýzu

Obrázek 2.1: Počet pracovních pozic v oblasti data science podle nástrojů. Zdroj:
DataForest[3]

Výhody a nevýhody těchto nástrojů byly definovány na základě analýzy
dostupné literatury, článků a osobních zkušeností s těmito nástroji. Zvláštní
pozornost byla věnována kontextu této práce, která se zaměřuje na vzdělávací
prostředí a potřeby uživatelů, kteří mohou být začátečníci v oblasti datové
analýzy.[4, 5, 6, 3]

R a RStudio

R5 je programovací jazyk a prostředí specializované pro statistické výpočty a
grafiku. RStudio je IDE6, které usnadňuje práci s R.

Výhody:. Rozsáhlé knihovny pro statistickou analýzu a vizualizaci.. Silná podpora komunity..Vhodné pro akademický výzkum a složité statistické modely.

Nevýhody:. Strmá křivka učení pro začátečníky..Méně intuitivní uživatelské rozhraní.

Cena a dostupnost: R je open-source software, dostupný zdarma. RStudio
nabízí jak zdarma dostupnou verzi RStudio Desktop, tak komerční verzi
RStudio Server Pro, která je zpoplatněna na základě licenčního modelu.

5https://www.rstudio.com
6Vývojové prostředí
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2. Teoretický základ ...................................
Python s knihovnami Pandas, Scikit-learn a Matplotlib

Python7 je univerzální programovací jazyk oblíbený pro svoji jednoduchost
a flexibilitu. Knihovna Pandas8 je ideální pro manipulaci s daty, zatímco
Scikit-learn9 nabízí nástroje pro strojové učení a Matplotlib10 je knihovna
pro vizualizaci dat.

Výhody:. Pandas poskytuje výkonné nástroje pro práci s datovými rámci.. Scikit-learn je uznávaný pro algoritmy strojového učení.. Dobrá integrace s dalšími datovými zdroji a API.
Nevýhody:.Může vyžadovat značné programovací dovednosti..Výkon může být omezený při práci s velmi velkými datovými sadami.
Cena a dostupnost: Python a jeho knihovny jsou open-source a volně

dostupné pro všechny uživatele. Uživatelé mohou software zdarma stahovat a
používat bez omezení.

Vizualizační nástroje: Tableau a Power BI

[7] Tableau11 a Power BI12 jsou nástroje pro vizualizaci dat, které umožňují
vytváření interaktivních dashboardů a reportů.

Výhody:. Uživatelsky přívětivé rozhraní s možnostmi drag-and-drop..Možnost integrace s různými zdroji dat.. Obsahují veliké množství funkcí. Podpora rozsáhlého sdílení a spolupráce.
Nevýhody:.Komerční verze mohou být nákladné.. Omezené možnosti pro pokročilé analýzy ve srovnání s programovacími

jazyky..Můžou být náročné na zorientování pro začátečníky
Cena a dostupnost: Tableau nabízí jak zdarma dostupnou verzi Tableau

Public pro jednoduché použití, tak komerční licence pro podnikové využití.
Power BI má zdarma dostupnou verzi Power BI Desktop a placené verze pro
rozšířené podnikové funkce.

7https://www.python.org
8https://pandas.pydata.org
9https://scikit-learn.org

10https://matplotlib.org
11https://www.tableau.com
12https://powerbi.microsoft.com
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............. 2.1. Rešerše dostupných zdrojů, nástrojů a metod pro datovou analýzu

Microsoft Excel

Excel13 je široce používaný tabulkový procesor, který nabízí nástroje pro
analýzu dat, základní vizualizace a možnost výpočtů pomocí formulí.

Výhody:. Snadná dostupnost a znalost většinou uživatelů.. Flexibilní manipulace s daty a široké možnosti výpočtů..Možnost integrace s jinými aplikacemi Microsoft Office.

Nevýhody:.Omezené možnosti pro pokročilou analýzu dat..Výkon může být omezený při práci s velmi velkými datovými sadami.

Cena a dostupnost: Microsoft Excel je součástí balíčku Microsoft Office,
který je dostupný buď jako jednorázový nákup nebo předplatné Microsoft
365. Předplatné nabízí další služby a aktualizace.

Vyhodnocení existujících aplikací

Existuje veliké množství nástrojů pro datovou analýzu, od jednodušších jako
Excel, se kterým se složitěji vytvářejí pokročilejší grafy nebo analýzy, přes
Power BI a Tableau, což jsou kvalitní vizualizační aplikace, které mohou být
díky komplexnosti pro začátečníka náročné na zorientování a používání, až
po programovací jazyky jako R a Python, které jsou pro člověka bez znalostí
programování nepoužitelné bez návodů či kurzů.

Proto má smysl pokračovat a pokusit se vytvořit aplikaci, která bude
jednoduchá pro uživatele a zvládne i pokročilejší úkony.

2.1.3 Literatura a související práce

Existující literatura

Při hledání relevantní literatury jsem se zaměřil na klíčové pojmy spojené
s analýzou v této bakalářské práci, jako jsou studenti, absolventi, přijímací
řízení, průchodnost studia, vysoké školy, trh práce, atraktivnost studia, platové
ohodnocení. Nalezl jsem několik prací a článků, které se dotýkají částí mého
plánu.

Nejčastěji se literatura zabývá nástupními platy vysokoškoláků a atrak-
tivitou jednotlivých zaměstnání. Článek na Lidovkách „Víme, co se vyplatí
studovat. Přinášíme přehled nástupních platů vysokoškoláků“ se zaměřuje na
nástupní mzdy studentů různých oborů a sleduje, ve kterých oblastech došlo
k největšímu nárůstu.[8]

Dalším značným tématem jsou data o úspěšnosti a průchodnosti studia.
Tyto informace buď poskytují samotné školy, nebo různá online média, jako

13https://www.microsoft.com/cs-cz/microsoft-365/excel
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například portál https://www.vysokeskoly.com, kde lze nalézt počty nově
zapsaných studentů a absolventů, což umožňuje vytvořit si vlastní pohled na
situaci.

Zajímavé je, že mnohé analýzy a statistiky provádí také samotné minister-
stvo školství, mládeže a tělovýchovy (MŠMT) nebo samy vysoké školy. Tyto
instituce často publikují rozsáhlé zprávy a studie, které se zabývají různými
aspekty vzdělávacího systému, včetně úspěšnosti studentů, demografických
trendů nebo vývoje na trhu práce. Tato data jsou neocenitelná pro hlubší
analýzu a poskytují solidní základ pro vědecký výzkum[9].

Statistiky o úspěšnosti jsou populární i u renomovaných zahraničních
škol, například na Harvardu nebo MIT. Některé školy, jako je MIT, jsou
otevřenější ve sdílení těchto informací a zveřejňují široké spektrum údajů
přímo na svých stránkách. Obrázek 2.2 znázorňuje jednu z dostupných statistik
přímo na webových stránkách školy. Naopak Harvard poskytuje méně veřejně
dostupných informací, ale existuje řada publikací od jiných institucí, které se
zaměřují na tuto prestižní školu.

Obrázek 2.2: Udělené tituly z MIT od července 2021 do června 2022. (Zdroj
MIT)[10]

Existují také bakalářské a diplomové práce zaměřené na různé aspekty
vysokých škol a studijních oborů. Tyto práce často pokrývají specifické otázky,
jako jsou úspěšnost studentů, demografické trendy a jejich vliv na vzdělávací
systém.
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Omezení existující literatury

Dostupná literatura týkající se dat a podobných analýz je často úzce speciali-
zovaná na konkrétní otázky a často chybí širší kontext nebo hlubší úvahy. V
článcích a pracích zaměřených na platy a atraktivitu zaměstnání se obvykle
kladl důraz na platové aspekty konkrétních oborů, což dokládá jejich atrakti-
vitu. Ovšem tyto práce často opomíjejí faktory, jako je průchodnost studia,
náročnost vzdělávacího procesu, a ne vždy zohledňují přeplněnost pracovního
trhu v daných odvětvích. Tím zůstává stranou reálná šance absolventů na
získání zaměstnání.

V případě statistik o úspěšnosti studia je častým omezením to, že se
zaměřují převážně na poměr zapsaných k absolventům. Tyto statistiky někdy
nedokážou zachytit hlubší význam těchto dat a nepřihlížejí k různým faktorům,
jako jsou opakovaně zapsaní studenti nebo jedinci, kteří studují více oborů
současně. To může vytvářet zkreslený obraz o úspěšnosti studijního procesu
a jeho skutečném vlivu na absolventy.

Shrnutí literatury

Celkově existuje mnoho zdrojů a studií zabývajících se jednotlivými aspekty
vysokého školství a trhu práce, avšak chybí ucelený pohled na všechny klíčové
faktory, které ovlivňují jak úspěšnost studia, tak následné uplatnění absolventů
na trhu práce. Z dané literatury můžeme čerpat inspiraci pro formulaci
hypotéz a porovnat naše výsledky s existujícími pracemi. Téma vysokých
škol a studentů vysokých škol je široce probírané a důležité pro pochopení
současných vzdělávacích trendů a jejich dopadů na trh práce. Nikdo se však
dosud nezabýval vývojem aplikace pro zpracování těchto dat a jejich jednodušší
analýzu, což podtrhuje význam této práce.

2.1.4 Prozkoumání dostupných návodů a tutoriálů pro
datovou analýzu

Rozmanitost a specifičnost dostupných tutoriálů

Při zkoumávání dostupných návodů a tutoriálů pro nástroje datové analýzy
je důležité si uvědomit, že tyto zdroje se značně liší jak ve kvalitě, tak v
obsahu a délce. Kurzy na platformách jako Coursera14 a Udemy15 mohou
trvat od několika hodin po několik týdnů, v závislosti na složitosti a hloubce
materiálu.[11]

Některé kurzy jsou navrženy tak, aby byly přístupné úplným začátečníkům,
zatímco jiné předpokládají alespoň základní znalost programování nebo před-
chozí zkušenost s analýzou dat. Například kurzy, které vyučují R nebo Python,

14Coursera - online vzdělávací platforma nabízející kurzy od univerzit a korporací po
celém světě. https://www.coursera.org

15Udemy - online vzdělávací platforma pro dospělé, která nabízí kurzy na různá témata
od programování po osobní rozvoj. https://www.udemy.com
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často vyžadují, aby studenti měli alespoň základní povědomí o programovacích
principech.

Výzvy při používání nástrojů jako Power BI a Tableau

Nástroje jako Power BI a Tableau, i když jsou navrženy pro intuitivní vi-
zualizaci dat, mohou být pro nováčky obtížné kvůli rozsáhlým možnostem
nastavení a konfigurace. Noví uživatelé mohou potřebovat značné množství
času na to, aby se naučili efektivně využívat všechny funkce těchto nástrojů.
Tutoriály a návody často krok za krokem vysvětlují základní principy, ale
získání pohodlí a kompetencí v těchto systémech může trvat týdny nebo i
měsíce pravidelné praxe.

Vzhledem k těmto faktorům by uživatelé měli pečlivě vybírat vzdělávací
zdroje, které nejenže odpovídají jejich aktuální úrovni znalostí, ale také jsou
vhodné pro specifické cíle jejich učení. Tyto kurzy by měly být navrženy
tak, aby podporovaly postupné učení a nabízely dostatečnou podporu pro
zvládnutí složitějších konceptů a nástrojů.

Shrnutí návodů

Na základě analýzy dostupných tutoriálů a návodů je zřejmé, že existuje
široká škála vzdělávacích materiálů zaměřených na datovou analýzu. Nicméně,
kvůli rozmanitosti a specifickým požadavkům jednotlivých nástrojů je dů-
ležité vybrat si vhodný vzdělávací zdroj, který odpovídá úrovni znalostí a
cílům uživatele. Pro začátečníky může být náročné orientovat se v kom-
plexních nástrojích jako Power BI a Tableau, což zdůrazňuje potřebu dobře
strukturovaných a podpůrných vzdělávacích materiálů.

2.1.5 Zdroje dat

Primárními zdroji dat pro tuto studii jsou veřejně dostupné databáze od
MŠMT ČR, které poskytují informace o studentech, studijních programech a
výsledcích studia. Tato data jsou doplněna informacemi z Českého statistic-
kého úřadu, které poskytují demografické a ekonomické kontexty.

MŠMT – Matriky studentů (SIMS)

Charakteristika dat:. Data jsou ve formě tabulek Excel a publikované informace vycházejí z
dat SIMS (Sdružené informace z matrik studentů). Jedná se o údaje za
období 2000–2022. Data se nemusí shodovat s informacemi publikovanými
v minulých letech, protože data v matrikách vysokých škol se mohou
aktualizovat i zpětně.[12]. Zákon č. 111/1998 Sb., o vysokých školách a o změně a doplnění dalších
zákonů (o vysokých školách), ve znění pozdějších předpisů, ukládá vyso-
kým školám a poskytovatelům zahraničního vysokoškolského vzdělání
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působícím na území České republiky vést matriku studentů, která slouží k
evidenci studentů a k rozpočtovým a statistickým účelům.[13] Vzhledem
k této zákonné povinnosti by data měla být co nejpřesnější a aktuální.

Struktura dat[12]:. F1 Souhrny: Obsahuje ucelené souhrny dat o celkovém počtu studentů,
poprvé zapsaných a absolventů od roku 2001. Klíčové tabulky pro analýzu
jsou F11, F12 a F13, které se postupně zaměřují na studenty, absolventy
a poprvé zapsané podle typu studia.. F2 Studenti: Podrobnější tabulky zaměřené na studenty a různé typy
studijních programů.. F3 Poprvé zapsaní: Obsahuje data o poprvé zapsaných studentech,
rozdělená podle formy a typu studia na jednotlivých fakultách vysokých
škol.. F4 Absolventi: Statistiky týkající se absolventů vysokých škol.. F5 Ostatní formy vzdělávání na VŠ: Informace o studentech v rámci
celoživotního vzdělávání s daty dostupnými od roku 2017.

Ukazatel F: Pro vysvětlení písmenka F v následujících popiscích – jedná
se o Ukazatel F (vzdělávací projekty, programy a záměry) a je zdrojem pro
příspěvky novým vysokým školám a pro zvýšení příspěvků. Podporuje vzdělá-
vací projekty a aktivity, které nejsou financovány z jiných ukazatelů. Žádosti o
příspěvek posuzuje náměstek pro vysoké školství ministryně školství, mládeže
a tělovýchovy. Tento ukazatel slouží jako výkonnostní nástroj MŠMT.[14]

Statistický úřad

Typy dat:.Populace ČR: Zahrnuje informace o populaci České republiky..Narozené děti: Obsahuje údaje o počtech novorozenců.

Cíl použití dat: Slouží k odhadu potenciálního počtu osob, které mohou
studovat, a umožňuje porovnání počtu studujících a nestudujících v populaci.
Tyto zdroje poskytují komplexní a strukturované informace pro provedení
analýzy v oblasti vysokého školství v České republice.

2.1.6 Role umělé inteligence v analýze dat

Umělá inteligence (AI) je stále důležitějším nástrojem v analýze dat, ale
její schopnosti mají své limity. Přestože AI může efektivně automatizovat
některé základní a opakované úlohy a poskytovat rychlé shrnutí dat, není
zatím schopna nahradit datové analytiky a vědce v plném rozsahu. Důvodem
je, že složitější úkoly vyžadující hluboké porozumění datům, tvůrčí myšlení a
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kritické hodnocení zůstávají mimo dosah současných AI systémů. AI je tedy
spíše doplňkem, který může výrazně zrychlit a zefektivnit některé procesy,
avšak pro komplexní analýzy a rozhodování je stále nezbytná lidská expertíza.

Tuto práci jsem se rozhodl zaměřit na tradiční metody datové analýzy a
nevyužívat AI, protože komplexní porozumění a interpretace dat vyžadují
lidský přístup. AI může být v budoucnu cestou, jak zefektivnit analýzu dat,
ale v současnosti je její role doplňková a nikoliv zcela nahraditelná. Pro
budoucí výzkumy by však bylo zajímavé zkoumat, jakým způsobem lze AI
nástroje lépe integrovat do procesu datové analýzy.[15]

Zdokonalení AI technologií

S rozvojem technologií strojového učení a hlubokého učení se AI stále zdokona-
luje ve schopnosti identifikovat vzorce a trendy v datech. Například platformy
jako OpenAI představují nástroje s technologií GPT-4, které umožňují uživa-
telům přímo nahrávat Excel soubory a získávat z nich podrobné analýzy bez
potřeby pokročilých znalostí v datové vědě.[2]

Příklady využití AI v datové analýze

Jedním z příkladů využití AI v datové analýze je automatizovaná extrakce
informací, kde AI algoritmy procházejí velké množství textových dat k identifi-
kaci a extrakci relevantních informací. Dále AI pomáhá ve vizualizaci dat tím,
že automaticky generuje grafy a vizuální reprezentace datových trendů.[16]

Vliv AI na prediktivní analýzu

AI také významně posiluje prediktivní analýzu, kde modely strojového učení
predikují budoucí trendy na základě historických dat. Tato schopnost je
zásadní v oblastech jako jsou finance, zdravotní péče a retail, kde firmy
mohou předjímat tržní vývoj a lépe reagovat na měnící se potřeby zákazníků.

Shrnutí AI

AI je na trhu dostupná a neustále se rozvíjí, ale zatím není schopna samo-
statně nahradit lidskou expertízu v komplexní datové analýze. V této práci
AI nepoužíváme, protože tradiční metody poskytují hlubší porozumění a
interpretaci dat. AI je však slibnou alternativou pro budoucnost a může se
zdokonalit, aby lépe podporovala analytické procesy.[16]

2.1.7 Vyhodnocení rešerše

Tato rešerše poskytla komplexní přehled o dostupných zdrojích, nástrojích a
metodách pro datovou analýzu v kontextu vysokého školství v České repub-
lice. Identifikace a analýza veřejně dostupných datových souborů, nástrojů a
platforem ukázaly, že existuje široké spektrum možností, jak efektivně zpra-
covávat a analyzovat data týkající se studentů a vysokoškolských institucí.

14



........................... 2.2. Metody a techniky datové analýzy

Díky moderním technologiím a metodám, jako je umělá inteligence a strojové
učení, je nyní možné dosáhnout hlubších a přesnějších analýz, které mohou
významně přispět k lepšímu pochopení a zlepšení vzdělávacích procesů a
politik.

Výsledky této rešerše také poukazují na možnost vytvoření aplikace, která
by umožňovala provádět různé datové analýzy nad běžně dostupnými daty
o studentech a studiích na vysokých školách. Hlavním cílem této práce je
vyvinout jednoduchou a uživatelsky přívětivou aplikaci, která by usnadnila
analýzu těchto dat. Aplikace by měla sloužit nejen pro analýzu a vizualizaci
dat, ale také pro edukativní účely, pomáhající nováčkům v oblasti datové
analýzy.

Tento cíl se rozvinul v průběhu výzkumu, kdy jsme si uvědomili potenciál
aplikace nejen jako nástroje pro analýzu dat, ale také jako prostředku pro
seznámení nových uživatelů se základy datové analýzy. Taková aplikace by
mohla sloužit jako první krok pro ty, kteří mají zájem o datovou analýzu, ale
cítí se odrazeni její zdánlivou složitostí nebo náročností dostupných nástrojů.
S takovým základním nástrojem by mohli postupně přecházet k pokročilejším
aplikacím a technikám, což by mohlo výrazně rozšířit komunitu schopnou
efektivně využívat datovou analýzu.

2.2 Metody a techniky datové analýzy

Tato kapitola se zabývá metodami a technikami datové analýzy, které byly
použity při zpracování dat zmíněných v předchozí kapitole 2.1.5. Popisuje
konkrétní postupy pro sběr dat, jejich validaci a integraci s různými nástroji
pro analýzu a vizualizaci. Tyto postupy byly použity nejen pro tvorbu této
práce a vývoj aplikace, ale také následně pro vytváření výukových materiálů.
Zaměříme se na efektivní způsoby manipulace s daty, které nám umožní
provádět komplexní analýzy a poskytovat přesné výsledky.

2.2.1 Metody pro sběr dat

V této části se zaměříme na metody a nástroje, které jsme použili pro sběr dat
nezbytných k analýze. Popíšeme jednotlivé techniky extrakce dat z různých
zdrojů, jejich integraci a validaci. Tyto metody nám umožnily získat kvalitní
a spolehlivá data potřebná pro další analýzu a vývoj aplikace.

Extrahování dat z Excelu

Popis: Použití Python knihoven jako Pandas a Openpyxl umožňuje efektivní
načítání a zpracování dat přímo z Excelovských tabulek, které poskytuje Mi-
nisterstvo školství, mládeže a tělovýchovy (MŠMT). Tento přístup umožňuje
automatizaci procesů a snadné manipulace s daty, včetně filtrování, třídění a
výpočtů.[17]

Využití: Automatizovaný sběr dat z oficiálních zdrojů, jako jsou matriky
studentů poskytované ministerstvem, zajišťuje aktuálnost a přesnost informací
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potřebných pro analýzu. Podrobnější popis postupů a metod extrakce dat
bude poskytnut v kapitole věnované datové analýze, kde budou prezentovány
konkrétní techniky a přístupy použité v průběhu zpracování dat.

Integrace s Power BI

Popis: Propojení Python skriptů s Power BI umožňuje vizualizaci a analýzu
dat. Tento proces zahrnuje přenos dat z Pythonu do Power BI pomocí
přímé integrace nebo exportu datových souborů, což umožňuje dynamické
aktualizace a interaktivní analýzy.

Využití: Přenos dat z Python skriptů do Power BI pro tvorbu interaktivních
dashboardů a reportů nabízí uživatelům nástroje pro lepší vizuální prezentaci
a hlubší porozumění datům. Ačkoliv tato metoda bude dostupná, budeme
dále pracovat na vývoji vlastní aplikace, která umožní ještě efektivnější a
specifické analýzy přizpůsobené našim potřebám.

Kombinace dat z různých zdrojů

Popis: Integrace dat z MŠMT s dalšími zdroji, jako jsou data od statistického
úřadu, nabízí možnost provádět komplexnější analýzy. Tato kombinace dat
umožňuje srovnávat, kombinovat a analyzovat informace z různých oblastí.

Využití: Získání širšího kontextu a podpora rozhodovacích procesů pomocí
více zdrojů dat poskytuje bohatší základ pro analýzu a zlepšuje kvalitu
výsledků.

Validace dat

Popis: Implementace mechanismů pro kontrolu a validaci dat před jejich
analýzou zajišťuje, že výstupy jsou spolehlivé a přesné. To může zahrnovat
kontrolu chybějících hodnot, nekonzistencí nebo odlehlých hodnot, které by
mohly ovlivnit analýzu.

Využití: Zajištění kvality a spolehlivosti dat v analýzách je klíčové pro
udržení důvěry ve výsledky a pro zajištění objektivity rozhodnutí založených
na datech.

Celkově

Zatímco integrace s Power BI a dalšími nástroji poskytuje silnou platformu
pro analýzu a vizualizaci dat, naše zaměření na vývoj vlastní aplikace nám
umožní specifikovat a optimalizovat analytické procesy pro naše konkrétní
účely. V současné fázi se budeme věnovat pouze jednoduchému zahození
nevalidních hodnot, avšak je důležité zdůraznit, že existuje mnoho dalších
metod a způsobů, jak s chybějícími daty pracovat, jako například nahrazování
průměrem, mediánem a dalšími složitějšími technikami imputace16.[18]

16Imputace je proces nahrazování chybějících nebo neúplných dat v datasetu odhadova-
nými hodnotami
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2.2.2 Metody pro analýzu dat

V této části se zaměříme na různé metody a techniky, které jsou použity pro
analýzu dat. Popíšeme konkrétní přístupy k deskriptivní statistice, prediktivní
analýze a dalším pokročilým technikám. Tyto metody nám umožňují získat
hlubší vhled do dat a poskytují základ pro další interpretaci výsledků.

Deskriptivní statistika

Popis: Deskriptivní statistika slouží jako základ pro sumarizaci a vizualizaci
základních charakteristik datových sad. Jedná se o prvotní krok v analýze,
který poskytuje přehled o rozložení a hlavních vlastnostech souboru dat.

Využití: Základní statistické metody umožňují identifikaci trendů a roz-
ložení studentů podle různých kategorií, což je zásadní pro další analýzu a
rozhodování.

Grafické metody. Spojnicové, sloupcové, bodové, kruhové, histogramy,
krabicové a geografické grafy jsou různé typy vizualizací dat, které se používají
k zobrazení informací v srozumitelné a vizuálně přitažlivé formě. Každý typ
grafu má specifické využití v závislosti na povaze dat a účelu analýzy.[19]

Spojnicové grafy (Line Graphs):. Používají se k zobrazení dat v průběhu času (časové řady).. Ideální pro sledování změn nebo trendů..Vhodné pro porovnávání více datových řad.

Obrázek 2.3: Příklad spojnicového grafu
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2. Teoretický základ ...................................
Sloupcové grafy (Bar Graphs):

. Umožňují srovnání množství mezi různými skupinami.

. Sloupce mohou být zobrazeny svisle nebo vodorovně.

. Často se používají pro ilustraci porovnání mezi položkami.

Obrázek 2.4: Příklad sloupcového grafu

Bodové grafy (Scatter Plots):

. Zobrazují vztah mezi dvěma proměnnými.

.Každý bod na grafu reprezentuje jednu hodnotu v datasetu.

. Užitečné pro identifikaci korelací nebo odlehlých hodnot.
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........................... 2.2. Metody a techniky datové analýzy

Obrázek 2.5: Příklad bodového grafu

Kruhové grafy (Pie Charts):. Zobrazují procentuální nebo relativní podíl částí na celku..Vhodné pro zobrazení složení nebo podílů..Méně přesné pro detailní srovnání velikostí částí.

Obrázek 2.6: Příklad kruhového grafu
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2. Teoretický základ ...................................
Histogramy (Histograms):

. Používají se k zobrazení frekvence dat v různých intervalových skupinách.

. Ideální pro vizualizaci distribuce dat.

. Pomáhají identifikovat rozložení dat, jako je normalita a symetrie.

Obrázek 2.7: Příklad histogramu

Krabicové grafy (Box Plots):

. Znázorňují distribuci dat skrze kvartily.

. Umožňují rychle identifikovat medián, rozptyl a potenciální odlehlé hod-
noty.

. Užitečné pro porovnání rozložení mezi několika skupinami.
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........................... 2.2. Metody a techniky datové analýzy

Obrázek 2.8: Příklad krabicového grafu

Geografické grafy (Geographic Maps):.Vizualizují data v geografickém kontextu.. Umožňují zobrazit, jak se data liší v závislosti na geografické poloze.. Často se používají v demografii, meteorologii nebo pro analýzu tržních
trendů.

Obrázek 2.9: Příklad geografického grafu

Každý z těchto grafů má specifické využití a je důležité vybrat typ grafu,
který nejlépe odpovídá analýze a prezentaci dat, aby byly informace prezen-
továny jasně a efektivně. Například, pokud chceme ukázat trendy prodeje
v průběhu roku, použijeme spojnicový graf. Pokud chceme porovnat počty
studentů mezi různými městy, použijeme sloupcový graf.
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2. Teoretický základ ...................................
Základní statistické míry.. Průměr: Reprezentuje střední hodnotu datové sady a je vypočítán jako

součet všech hodnot dělený počtem hodnot..Medián: Střední hodnota datové sady, kde polovina hodnot je nižší a
polovina vyšší. Je užitečný v případě, že data obsahují odlehlé hodnoty,
které by mohly průměr zkreslit..Modus: Nejčastěji se vyskytující hodnota v datové sadě.. Směrodatná odchylka: Míra variability nebo rozptylu dat kolem prů-
měru. Vyšší hodnota naznačuje větší rozptýlení dat..Minimální a maximální hodnota: Nejnižší a nejvyšší hodnota v
datové sadě.. 25. a 75. percentil: Hodnoty, pod kterými spadá 25 % resp. 75 %
hodnot datové sady.

Aplikace deskriptivní statistiky: Deskriptivní statistika se široce pou-
žívá v různých oblastech včetně vědy, inženýrství, obchodu a veřejného zdraví
pro:. Počáteční analýzu dat.. Zpracování a čištění dat.. Zprávy a prezentace.

Význam deskriptivní statistiky: Deskriptivní statistika je klíčová pro
efektivní analýzu dat, protože poskytuje základní pochopení datové sady
a umožňuje informované rozhodování na základě dat. Je to první krok v
jakémkoliv statistickém vyšetřování a základ pro další analytické techniky.[20]

Příklad základních statistických měr Uvažujme tabulku, která ob-
sahuje údaje o studentech na vysokých školách. Na základě této tabulky
můžeme spočítat a zobrazit základní statistické míry, které nám poskytnou
přehled o dané datové sadě.

Obrázek 2.10: Příklad základních statistických měr

Na obrázku 2.10 vidíme různé statistické míry, jako je počet položek,
průměr, směrodatná odchylka, minimum, 25. percentil, medián, 75. percentil
a maximum pro různé kategorie dat.
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........................... 2.2. Metody a techniky datové analýzy

Korelace a Lineární Regrese

Korelace. Korelace je statistická metoda používaná k vyhodnocení vztahu
mezi dvěma nebo více proměnnými. Koeficient korelace měří sílu a směr tohoto
vztahu. Hodnoty blízké +1 indikují silnou pozitivní korelaci, kde hodnoty
jedné proměnné rostou s hodnotami druhé proměnné. Hodnoty blízké -1
označují silnou negativní korelaci, kde hodnoty jedné proměnné klesají s
růstem hodnot druhé proměnné. Hodnoty blízké 0 naznačují slabý nebo žádný
lineární vztah mezi proměnnými.[21]

Vzorec pro výpočet Pearsonova korelačního koeficientu[22]:

r =
∑

(xi − x̄)(yi − ȳ)√∑
(xi − x̄)2 ∑

(yi − ȳ)2

kde xi a yi jsou hodnoty dvou proměnných, x̄ a ȳ jsou průměrné hodnoty
těchto proměnných.

Předpoklady pro korelaci

. Lineární vztah: Korelace efektivně měří pouze lineární vztahy mezi
proměnnými.

. Normální rozdělení: Pro Pearsonův korelační koeficient je potřeba, aby
obě proměnné měly normální rozdělení.

. Homoskedasticita: Rozptyl jedné proměnné by měl být konstantní na
všech úrovních druhé proměnné.

. Nezávislost vzorků: Hodnoty v jednom vzorku by neměly být závislé na
hodnotách v jiném vzorku.

Příklad korelace Na obrázku 2.11 je korelační matice, která ukazuje
vztahy mezi různými proměnnými v datasetu zahrnujícím studenty v letech
2001 až 2022. Barvy v matici reprezentují sílu a směr korelace mezi proměn-
nými. Červené a modré barvy označují silné pozitivní a negativní korelace,
zatímco světlejší odstíny indikují slabší korelace.
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2. Teoretický základ ...................................

Obrázek 2.11: Příklad korelační matice

Lineární regrese. Lineární regrese je metoda používaná k modelování vztahu
mezi závislou proměnnou (Y) a jednou nebo více nezávislými proměnnými
(X). Cílem je najít lineární rovnici, která nejlépe popisuje závislost mezi pro-
měnnými. Základní forma jednoduché lineární regrese je vyjádřena rovnicí[23]:

Y = β0 + β1X + ϵ

kde:. Y je závislá proměnná,.X je nezávislá proměnná,. β0 je intercept (průsečík s osou Y),. β1 je směrnice regresní přímky,. ϵ je náhodná chyba.

Předpoklady pro lineární regresi[24]. Linearita vztahu.. Homoskedasticita.. Nezávislost reziduí17.
17Rezidua jsou rozdíly mezi skutečnými a předpovězenými hodnotami v regresním modelu.

Tyto rozdíly ukazují, jak dobře model odpovídá pozorovaným datům.
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........................... 2.2. Metody a techniky datové analýzy

. Normální rozdělení reziduí..Absence multikolinearity.

Příklad lineární regrese Na obrázku 2.12 je ukázka lineární regrese
vztahu mezi jednotlivými roky a celkovým počtem studentů. Modré body
představují skutečná data, zatímco červená čára představuje nejlepší linii,
která modeluje tento vztah. Tato regrese ukazuje, jak se počet studentů mění
v čase, a pomáhá identifikovat dlouhodobé trendy.

Obrázek 2.12: Příklad lineární regrese

Shrnutí kapitoly 2

V této kapitole jsme prozkoumali různé metody a techniky datové analýzy,
které byly použity při zpracování dat v této práci. Popsali jsme postupy
pro sběr dat, jejich validaci a integraci s nástroji pro analýzu a vizualizaci.
Zaměřili jsme se na deskriptivní statistiku, korelaci a lineární regresi, které
jsou klíčové pro získání hlubších vhledů do dat a jejich interpretaci. Tyto
metody byly využity nejen pro tvorbu této práce a vývoj aplikace, ale také
pro vytváření výukových materiálů.

Popsané techniky nám umožňují efektivně manipulovat s daty a poskytují
základ pro komplexní analýzy a přesné výsledky. V další části práce se
zaměříme na sběr a zpracování dat, kde aplikujeme tyto metody na konkrétní
datové sady, což nám umožní získat konkrétní poznatky a podklady pro další
analýzu a rozhodování.
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Kapitola 3
Sběr a zpracování dat

Tato kapitola se zaměřuje na procesy sběru a zpracování dat, které jsou
zásadní pro úspěšnou analýzu a vizualizaci v rámci tohoto projektu. Popisuje
metody a techniky použité k získávání dat z různých zdrojů, jejich čištění
a přípravu pro následné analýzy. Dále jsou zde definovány klíčové pojmy a
struktury dat, které jsou nezbytné pro pochopení a správnou interpretaci
informací. Vysvětleny jsou také specifické přístupy k manipulaci s datovými
soubory a jejich transformace do formátů vhodných pro analýzu. Celkově
kapitola poskytuje ucelený pohled na všechny kroky, od sběru počátečních dat
až po jejich finální zpracování, což umožňuje čtenáři lépe pochopit metodiku
práce s daty v tomto projektu.

Navazujeme na předchozí kapitolu, kde jsme prozkoumali teoretické základy
a metody datové analýzy, které jsou relevantní pro oblast vysokého školství
v České republice. V této části se konkrétně zaměříme na praktické aspekty
sběru a zpracování dat, která se týkají studentů a vysokoškolských institucí.

3.1 Definování klíčových pojmů

Následující seznam definuje klíčové pojmy související s tabulkami, které budou
později zmiňovány ve sběru 3.3 a analýze dat 4. Tyto definice jsou převzaty z
dat poskytnutých Ministerstvem školství, mládeže a tělovýchovy (MŠMT)[25]
a navíc doplněny o populační křivku.

. Student – Student vysoké školy v České republice, který má alespoň
jedno aktivní studium, tj. k 31. prosinci daného roku nemá všechna svá
neukončená studia přerušená. Jinými slovy, alespoň jedno z jeho studií
je v tomto období „aktivní“.. Poprvé zapsaný student – Jedinec, který dosud nenastoupil na žádnou
veřejnou nebo soukromou vysokou školu v České republice.. Student nově zapsaný – Jedinec, který ke konci předchozího období,
tedy k 31. prosinci předchozího roku, nebyl zapsán na žádné vysoké škole.
Tato data monitorují každoroční příliv studentů na vysoké školy.
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3. Sběr a zpracování dat .................................
. Student bez absolvování – Student, který nedosáhl vysokoškolského

vzdělání. Do celkového počtu studentů bez absolvování jsou zahrnuti
pouze studenti bakalářského a magisterského nenavazujícího studia.. Student s absolvováním – Student, který úspěšně dokončil některé ze
svých vysokoškolských studií a nadále pokračuje ve studiu..Nestudující s přerušeným studiem – Student, který přerušil všechna
svá studia. Údaje o těchto studentech se nezapočítávají do souhrnných
statistik počtu studentů..Absolvent – Student, který úspěšně dokončil všechny požadované stu-
dijní povinnosti a obdržel akademický titul.. Jinoplátci – Studenti, kterým studium hradí stipendium nebo obdobné
zdroje.. Samoplátci – Studenti, kterým stát již nehradí studium a musí ho platit
z vlastních zdrojů..Vysoká škola – Instituce poskytující terciární vzdělání a udělující
akademické tituly..Typ studia – Charakteristika studia, například prezenční nebo kombi-
novaná forma, bakalářské nebo magisterské studium..Bakalářské studium – Studijní program, který vede k získání bakalář-
ského titulu, obvykle trvá tři až čtyři roky..Magisterské studium – Studijní program, který následuje po bakalář-
ském studiu a vede k získání magisterského titulu, obvykle trvá dva až
tři roky..Úspěšnost studia – Míra, s jakou studenti úspěšně dokončují studium..Populační křivka – Grafická reprezentace rozdělení věkových skupin.

3.2 Sběr dat

Při sběru dat probíhal postupný proces stahování excelových tabulek ze
stránek Ministerstva školství, mládeže a tělovýchovy (MŠMT)1 a následně
také ze stránek statistického úřadu2. Tento proces zahrnoval následující kroky:..1. Identifikace zdrojů dat: Nejprve byly identifikovány relevantní zdroje

dat na webových stránkách MŠMT a statistického úřadu, které obsaho-
valy informace o studentech, absolventech a vysokých školách.

1https://dsia.msmt.cz/vystupy/vu_vs.html
2https://www.czso.cz/csu/czso/obyvatelstvo_hu
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.......................... 3.3. Průzkum struktury a obsahu tabulek..2. Stahování dat: Následně byly excelové tabulky s daty stahovány po-
stupně z těchto zdrojů. Proces stahování byl opakovaný a postupný,
přičemž každá tabulka byla systematicky získávána a ukládána...3. Ukládání dat: Stahované tabulky byly uloženy do vhodně strukturo-
vaných složek nebo databází tak, aby byly snadno přístupné pro další
zpracování a analýzu. Ukládání probíhalo postupně, přičemž každá ta-
bulka byla archivována s odpovídajícími metadaty pro identifikaci a
usnadnění budoucího použití.

Celý proces sběru dat byl prováděn systematicky a pečlivě s důrazem na
správnost a úplnost dat. Tímto způsobem byla zajištěna kvalitní datová sada
pro další analýzu a zpracování. Procházel jsem data a hledal způsob, jak je
efektivně převádět do použitelných tabulek. Během tvoření skriptů na sběr
dat jsem kontroloval jejich správné přenesení a také úplnost tabulek MŠMT.

Zaměřili jsme se na tabulky, které jsou pod označením F1 Souhrny. Pro
detailní popis jednotlivých tabulek viz následující kapitola 3.3.

3.3 Průzkum struktury a obsahu tabulek

V této kapitole provádíme analýzu a popis dat z různých zdrojů, které
jsou klíčové pro naši studii. Nejprve se zaměříme na strukturu a obsah
tabulek poskytnutých Ministerstvem školství, mládeže a tělovýchovy (MŠMT),
konkrétně na F1 Souhrny, a poté se přesuneme k popisu souboru dat
získaného ze statistického úřadu.

3.3.1 Ministerstvo školství, mládeže a tělovýchovy (MŠMT)

V této podkapitole provedeme analýzu a popis dat poskytnutých Minister-
stvem školství, mládeže a tělovýchovy.

F11 – Souhrn studentů a absolventů podle formy a typu studijního
programu

Tabulka F11 poskytuje souhrnné informace o studentech a absolventech, jak
můžete vidět na obrázku 3.1, rozdělených podle formy a typu studijního
programu. Obsahuje pět podtabulek, které zahrnují celkový souhrn všech
vysokých škol, studentů s českým občanstvím, cizinců, veřejných škol a
soukromých škol. Detailní informace o celkovém počtu studentů, poprvé
zapsaných a absolventech jsou diferencovány podle formy studia a typu
studijního programu.
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3. Sběr a zpracování dat .................................

Obrázek 3.1: Souhrn studentů a absolventů podle formy a typu studijního
programu.

F12 – Souhrn škol, fakult, studentů a absolventů

Tabulka F12 (viz obrázek 3.2) představuje informace o školách, fakultách,
studentech a absolventech. Data jsou rozdělena podle jednotlivých vysokých
škol a jejich fakult. Jsou uvedeni studující celkem, ženy ze studijního celku a
podrobnější rozdělení pro české studenty a cizince. Pro každou skupinu jsou
prezentována data o celkovém počtu studentů, poprvé zapsaných, absolventech
a studentech se zvláštním statutem.
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.......................... 3.3. Průzkum struktury a obsahu tabulek

Obrázek 3.2: Souhrn škol, fakult, studentů a absolventů.

F13 – Studenti podle měst

Tabulka F13 (viz obrázek 3.3) se zaměřuje na studenty podle měst, ve kterých
se vysoké školy nacházejí. Data jsou rozdělena do dvou hlavních kategorií –
studenti s českým občanstvím a cizinci. Dále jsou prezentována data podle
programu studia (bakalářský, magisterský, doktorský) a jsou uvedeni poprvé
zapsaní a absolventi.

Velkou výhodou těchto dat je, že jsou úplná a neobsahují překlepy nebo
chybějící záznamy, což velice usnadňuje práci.
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3. Sběr a zpracování dat .................................

Obrázek 3.3: Studenti podle měst.
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.......................... 3.3. Průzkum struktury a obsahu tabulek

3.3.2 Statistický úřad

Pohyb obyvatel České republiky v letech 1785 až 2022

Soubor vyobrazený na obrázku 3.4 obsahuje informace o pohybu obyvatel
České republiky od roku 1785 do roku 2022. Tento soubor 3.4 zahrnuje údaje
o sňatcích, rozvodech, narozeních, úmrtích a přistěhovalých a vystěhovalých
osobách. Naše analýza se však zaměří pouze na údaje o narozených oso-
bách, které mají klíčový význam pro naši studii demografických trendů ve
vzdělávacím sektoru.

Obrázek 3.4: Pohyb obyvatel České republiky v letech 1785 až 2022.
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3. Sběr a zpracování dat .................................
3.4 Zpracování dat

Za účelem vytvoření analýzy a vizualizací jsme vyvinuli pythonové skripty
pro každou excelovskou tabulku. To bylo nezbytné, protože data v těchto
tabulkách nemají stejnou strukturu a nejsou jednoduše zpracovatelná pro
analýzu pomocí Pythonu, nástrojů Power BI a následně ani pro naši aplikaci. V
předchozí kapitole jsme viděli, že každá tabulka obsahuje specifické informace
a formát, který vyžaduje individuální zpracování.

Pro zpracování dat jsme využili knihovny Pandas3 a Openpyxl4. Pandas
je výkonná knihovna pro analýzu a manipulaci s daty, zatímco Openpyxl
umožňuje čtení a zápis dat do a z excelovských souborů.

Výběr Pythonu: Python byl vybrán pro svou robustnost a širokou škálu
knihoven, které umožňují efektivní zpracování a analýzu dat. Knihovny jako
Pandas a Openpyxl jsou velmi flexibilní a umožňují detailní manipulaci s daty,
což je klíčové pro tento projekt. Power BI byl zvolen pro vizualizaci díky své
schopnosti snadno integrovat data a vytvářet interaktivní dashboardy. Naše
aplikace pak umožní specifické analýzy přizpůsobené konkrétním potřebám,
které nejsou snadno dostupné v jiných nástrojích.

Nyní se podíváme na jednotlivé tabulky, jak jsme je převáděli pomocí
skriptů, a uvidíme také výstupy těchto skriptů.

3.4.1 F11 – Souhrn studentů a absolventů podle formy a
typu studijního programu

Před zpracováním dat z excelovských tabulek je třeba je efektivně načíst
a upravit pro další analýzu. Níže uvedený Python skript vyobrazený na
obrázku s ukázkou kódu 3.1 slouží k načítání a zpracování těchto tabulek
pomocí knihoven Pandas a Openpyxl. Tento kód načítá data z excelovského
souboru f11.xlsx, který obsahuje informace o souhrnu studentů a absolventů
podle formy a typu studijního programu. Skript načítá relevantní sloupce a
pojmenovává je pomocí seznamu columns.

Prochází všechny listy v excelovském souboru a načítá pouze první řádek z
každého listu, který obsahuje potřebná data. Přidává sloupec s názvem roku
a ukládá tyto tabulky do slovníku dfs. Nakonec všechny tabulky spojí do
jednoho DataFrame final_df a uloží je do nových excelovských souborů s
názvy odpovídajícími jejich obsahu pomocí funkce to_excel. Tento kód a ani
žádný další ze skriptů pro zpracování dat neobsahuje kontrolu na chybějící
data ani kontrolu na to, zda uživatel má otevřený excelovský soubor.

3https://pandas.pydata.org/docs/user_guide/index.html
4https://openpyxl.readthedocs.io/en/stable/tutorial.html
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1 import pandas as pd
2
3 def process_data ( excel_file_path , start_row ,

output_file_name ):
4 # Table setup
5 columns = [’Celkem ’, ’Celkem P’, ’Bakalarske P’, ’

Magisterske P’, ’Navazujici Magisterske P’, ’Doktorske
P’, ’Celkem K’, ’Bakalarske K’, ’Magisterske K’, ’

Navazujici magisterske K’, ’Doktorske K’]
6
7 # Read data from each list for each row
8 dfs = pd. read_excel ( excel_file_path , sheet_name =None ,

header =None , skiprows =start_row -1, usecols =’G:Q’)
9

10 # For each list get only the needed line and add the
year

11 for sheet_name , df in dfs.items ():
12 df = df.iloc [0, :]. to_frame ().T
13 df. columns = columns
14 df[’Rok ’] = sheet_name
15 dfs[ sheet_name ] = df
16
17 # Concatenate all lists into one DataFrame
18 final_df = pd. concat (dfs. values (), ignore_index =True)
19
20 # Save the DataFrame to an Excel file
21 output_file = f’{ output_file_name }. xlsx ’
22 final_df . to_excel ( output_file , sheet_name =

output_file_name , index=False)
23
24 # Define the rows and output file names
25 rows_and_outputs = [(10 , ’poprve_zapsani ’), (12, ’

celkem_studenti ’), (19, ’celkem_studenti_cr ’), (26, ’
celkem_studenti_ciz ’), (33, ’celkem_studenti_verejne ’)
, (40, ’celkem_studenti_soukrome ’)]

26
27 # Process the data
28 for start_row , output_name in rows_and_outputs :
29 process_data (’f11.xlsx ’, start_row , output_name )
30 print(f"Data saved successfully for { output_name }.")

Ukázka kódu 3.1: Python skript pro zpracování dat

Výsledkem je šest nových excelovských souborů, které obsahují zpracovaná
data ve formátu vhodném pro další analýzu a vizualizace. Tabulky jsou:

. poprve_zapsani: Obsahuje informace o nově zapsaných studentech.. celkem_studenti: Poskytuje údaje o celkovém počtu studentů.. celkem_studenti_cr: Zahrnuje informace o celkovém počtu studentů
z České republiky.
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. celkem_studenti_ciz: Obsahuje informace o celkovém počtu zahra-

ničních studentů.. celkem_studenti_verejne: Poskytuje rozdělení studentů ve veřejných
školách.. celkem_studenti_soukrome: Obsahuje rozdělení studentů ve soukro-
mých školách.

Všechny tyto tabulky mají stejnou strukturu a obsahují data zpracovaná
podle definovaných kritérií, která jsou popsána v kódu. Obrázek 3.5 zobrazuje
ukázku tabulky se souhrnným počtem studentů.

Obrázek 3.5: Tabulka se souhrnnými statistikami o studentech.

3.4.2 F12 – Souhrn škol, fakult, studentů a absolventů

Pro zpracování dat ve formátu Excel, který obsahuje informace o školách, fa-
kultách, studentech a absolventech, bylo nejprve nutné řešit složitosti spojené
s označováním názvů univerzit a jejich přiřazováním k jednotlivým fakultám.
K tomuto účelu jsem využil kontrolu textu tučným písmem, abych správně
identifikoval názvy univerzit. Dalším problémem byla korekce dat poskyt-
nutých ministerstvem, kde byla do roku 2019 1. lékařská fakulta nesprávně
označena tučným písmem.

Ukázku kódu pro tento konkrétní případ zde již nebudu uvádět, jelikož se
jedná o podobný princip jako u předchozích částí. Všechny kódy použité pro
zpracování dat jsou k dispozici v příloze této práce.

Výsledkem provedeného kódu je jeden excelový soubor obsahující všechny
školy ve všech letech (viz obrázek 3.6). Dále jsou vytvořeny samostatné
excelové tabulky pouze s univerzitami v jednotlivých letech. Na fakulty jsem
se v tomto procesu nezaměřil, protože by jejich správné strukturování bylo
složité a nebylo by je možné jednoduše využít dále v aplikaci. Dále jsou
vytvořeny dvě souhrnné tabulky, které obsahují informace o veřejných školách
a druhá o soukromých.

Strukturování fakult bylo složité z několika důvodů:
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.Variabilita v pojmenování: Názvy fakult mohou být různé a ne-
konzistentní napříč roky a institucemi, což komplikuje jejich jednotné
zpracování a kategorizaci..Hierarchická struktura: Fakulty mají různé podúrovně a specifické or-
ganizační struktury, které by vyžadovaly složitější algoritmy pro správnou
identifikaci a třídění.. Formát dat: Data o fakultách jsou často prezentována v různých for-
mátech a úrovních detailu, což ztěžuje jejich automatizované zpracování
a začlenění do jednotné databáze..Rozdělení podle oborů a zaměření: Zařazení fakult podle jejich
oborů a zaměření by vyžadovalo podrobnou analýzu webových stránek
škol a jejich zaměření, což by bylo časově náročné a komplikované pro
hlubší využití.

Kvůli těmto výzvám jsem se rozhodl soustředit se na univerzity jako celek,
což umožňuje jednodušší a efektivnější zpracování dat pro potřeby této práce
a budoucí aplikace.

Obrázek 3.6: Tabulka se souhrnnými statistikami o univerzitách.

3.4.3 F13 – Studenti podle měst

Pro zpracování dat týkajících se studentů podle měst byl vytvořen skript, který
využívá kontrolu tučného písma k identifikaci jednotlivých škol a následně
je rozděluje do tří výsledných souborů. Tyto soubory obsahují informace o
studentech z vysokých škol v daném městě, a to buď celkový počet studentů
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ze všech vysokých škol, pouze z veřejných vysokých škol nebo pouze ze
soukromých vysokých škol.

Jeden výsledný soubor obsahuje informace o studentech ze všech vysokých
škol v daném městě (viz obrázek 3.7), druhý soubor zahrnuje pouze studenty
z veřejných vysokých škol a třetí soubor obsahuje data o studentech ze
soukromých vysokých škol.

Obrázek 3.7: Tabulka se souhrnnými statistikami o studentech v jednotlivých
městech.

3.4.4 Pohyb obyvatel České republiky v letech 1785 až 2022

Pro vytvoření poslední tabulky jsem nejprve použil skript, který extrahuje
data o počtu narozených dětí v každém roce. Tyto extrahované údaje jsem
následně využil k vytvoření nového excelového souboru, ve kterém odhaduji
teoreticky možný počet nastupujících studentů pro roky 2001 až 2022.

Pro výpočet tohoto odhadu jsem použil průměr z počtu narozených dětí
mezi 18. a 20. rokem věku, což mi umožňuje odhadnout potenciální počet
studentů pro rok, ve kterém by měli nastoupit do studia. Tento interval
je zvolen, protože většina studentů dokončuje střední školu a nastupuje na
vysokou školu právě v tomto věkovém rozmezí. Samozřejmě se do tohoto
odhadu nepočítají faktory jako opakování ročníků nebo pozdější nástup na
vysokou školu, což činí tento odhad hrubým, ale dostatečně přesným pro
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základní analýzu. Například pro rok 2020 byl vypočítán potenciální počet
studentů na základě narozených dětí v letech 2000, 2001 a 2002. Ukázka
3.2 zobrazuje část kódu, který je zodpovědný za výpočet průměrného počtu
možných studentů.

1 # Only want years between 2001 and 2022 for my analysis
2 years_of_study = range (2001 , 2023)
3
4 potential_students = []
5 for year in years_of_study :
6 # to get the relevant years of birth - use range

of 18, 19 and 20 years old
7 relevant_birth_years = range(year - 20, year -

17)
8 relevant_births = birth_data [ birth_data [’Rok ’].

isin( relevant_birth_years )]
9

10 # Calculate the average number and round it
11 avg_births = round( relevant_births [’Pocet

narozenych ’]. mean () if not relevant_births .empty else
None)

12 potential_students . append ({’Rok ’: year , ’
Potencialni studenti ’: avg_births })

Ukázka kódu 3.2: Python skript pro zpracování dat
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Výsledek této části můžete vidět na obrázku 3.8.

Obrázek 3.8: Tabulka s odhadem počtu možných studentů v jednotlivých letech.

3.5 Shrnutí kapitoly 3

V této kapitole jsme podrobně popsali procesy sběru a zpracování dat, které
jsou klíčové pro analýzu a vizualizaci v rámci našeho projektu. Definovali jsme
klíčové pojmy a struktury dat, které jsou nezbytné pro správnou interpretaci
informací. Prozkoumali jsme strukturu a obsah tabulek poskytnutých Minis-
terstvem školství, mládeže a tělovýchovy (MŠMT) a statistickým úřadem, a
následně jsme se věnovali zpracování těchto dat pomocí Python skriptů. Tyto
kroky nám poskytly kvalitní datovou sadu připravenou pro další analýzu.
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Kapitola 4
Analýza dat a formulace otázek a hypotéz

V této kapitole se zaměříme na formulaci hypotéz a jejich následnou analýzu
na základě dostupných dat. Naším cílem je potvrdit nebo vyvrátit tyto
hypotézy pomocí datové analýzy. Všechny grafy a obrázky uvedené v této
kapitole byly generovány pomocí Power BI, tento nástroj jsme volili hlavně
díky předešlé zkušenosti s ním. V kapitole 7 jsou pak uvedeny obrázky grafů
a tabulek vygenerovaných pomocí naší aplikace a popsány případné rozdíly.

4.1 Přístupy k formulaci hypotéz

Existují dva hlavní přístupy k formulaci hypotéz:.Hypotézy před daty: Tento přístup začíná formulací hypotéz na
základě teoretických poznatků nebo předchozího výzkumu. Následně
se hledají data, která by tyto hypotézy mohla ověřit. Výhodou tohoto
přístupu je, že hypotézy jsou často dobře podložené teorií a existujícím
výzkumem, což může zvýšit jejich relevanci a význam. Nevýhodou je,
že může být obtížné najít data, která přesně odpovídají formulovaným
hypotézám..Hypotézy po datech: Tento přístup začíná analýzou dostupných dat
bez předem stanovených hypotéz. Hypotézy jsou formulovány na základě
vzorců a vztahů, které se objeví v datech. Výhodou tohoto přístupu je
flexibilita a schopnost objevit nové, nečekané vzorce v datech. Nevýhodou
je, že hypotézy mohou být méně teoreticky podložené a mohou vyžadovat
dodatečné testování a ověřování.

4.1.1 Náš přístup

Pro náš projekt jsme se rozhodli použít kombinaci obou přístupů. Na základě
teoretických znalostí a předchozího výzkumu jsme formulovali některé hypo-
tézy, které jsme následně ověřovali dostupnými daty. Současně jsme prováděli
exploratorní analýzu dat, abychom identifikovali nové vzorce a vztahy, které
jsme následně použili k formulaci dalších hypotéz. Tento hybridní přístup
nám umožnil efektivně využít dostupné teoretické poznatky a zároveň plně
využít potenciál našich dat. Některé hypotézy byly formulovány na základě
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předchozích zkušeností a očekávání, zatímco jiné vznikly až během analýzy
dat, kdy jsme objevili nové souvislosti a trendy.

4.2 Formulace otázek a hypotéz

Nejdříve se zaměříme na formulaci otázek a hypotéz, které budou sloužit jako
výchozí bod pro naši analýzu. Tyto příklady vycházejí z teoretických znalostí
a předchozího výzkumu, stejně jako z exploratorní analýzy dat. S ohledem na
skutečnost, že je to i úvod do analýzy, jsou hypotézy jednodušší:.Trendy ve vývoji počtu studentů v čase

Hypotéza: Počet zapsaných studentů vysokých škol se v průběhu času
zvyšuje..Vztah mezi národností studenta a typem studia
Hypotéza: Zahraniční studenti častěji volí prezenční formu studia než
čeští studenti..Geografické rozložení studentů
Hypotéza: Nejvíce studentů je soustředěno ve velkých městech jako
Praha a Brno..Geografické rozložení zahraničních studentů v České republice
Hypotéza: Jaké jsou změny v geografickém rozložení zahraničních stu-
dentů mezi lety 2001 a 2022?.Rozdíl mezi soukromými a veřejnými školami
Hypotéza: Veřejné vysoké školy mají vyšší počet studentů a vyšší
úspěšnost než soukromé vysoké školy.

4.3 Struktura kapitol s hypotézami

Každá kapitola zaměřená na konkrétní hypotézu je strukturována následovně:. Formulace otázky: Stručný popis zkoumané otázky a formulace hypo-
tézy..Úvod do problematiky: Kontext a význam zkoumané problematiky,
včetně teoretických východisek a praktických důsledků..Analýza dat: Podrobná analýza dat souvisejících s hypotézou, zahrnující
grafy, tabulky a popisy výsledků.. Interpretace výsledků: Diskuze nad zjištěnými výsledky, možné příčiny
a souvislosti, které mohou ovlivnit dané výsledky.. Shrnutí a závěr: Krátké shrnutí hlavních zjištění a jejich význam pro
potvrzení nebo vyvrácení hypotézy.
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Tato struktura umožňuje systematický přístup k analýze každé hypotézy a
poskytuje čtenáři jasný a přehledný způsob, jak sledovat a pochopit postup
analýzy a dosažené výsledky.

4.4 Hypotéza 1: Trendy ve vývoji počtu studentů v
čase

Formulace otázky: Jaký je trend ve vývoji počtu studentů vysokých škol v
České republice v průběhu času?

4.4.1 Úvod do problematiky

Pochopení trendů ve vývoji počtu studentů na vysokých školách je klíčové pro
mnoho zainteresovaných stran. Pro studenty je důležité vědět, jaké jsou jejich
šance na přijetí a kolik dalších lidí mohou očekávat jako své spolužáky či
budoucí konkurenty na trhu práce. Pro vysoké školy tato statistika umožňuje
plánovat kapacity a rozvoj infrastruktury, což je klíčové pro zajištění kvalitního
vzdělávání. Kromě toho mohou vlády a vzdělávací instituce využívat tyto
údaje k vytváření politik a strategií, které podporují rozvoj vzdělávacího
systému.

4.4.2 Analýza dat

Pro analýzu dat byly použity soubory z Ministerstva školství, mládeže a
tělovýchovy (MŠMT), konkrétně tabulky F1 Souhrny, tabulky s celkovými
počty studentů a odhady potenciálních studentů vycházející z tabulky o počtu
obyvatel ze statistického úřadu. Níže jsou uvedeny jednotlivé kroky analýzy.

Data jsme nahráli do Power BI a následně začali analyzovat.

Vývoj počtu studentů v letech 2001-2022

Na obrázku 4.1 je zobrazen počet studentů vysokých škol v letech 2001 až
2022. Tento graf ukazuje, že počet studentů rostl do roku 2010, kdy dosáhl
vrcholu, a následně začal klesat. Od roku 2018 můžeme pozorovat mírný
nárůst, který pokračuje až do roku 2022.
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Obrázek 4.1: Vývoj počtu studentů vysokých škol v letech 2001-2022

Použili jsme spojnicový graf k vizualizaci těchto dat, což nám umožnilo
snadno identifikovat trendy a změny v počtu studentů v průběhu času. Spojni-
cový graf je vhodný pro zobrazení časových řad, protože jasně ukazuje vývoj
a umožňuje sledovat růstové a klesající fáze v datech.

Demografické trendy

Pro analýzu demografických trendů jsme použili spojnicový graf, který zobra-
zuje počet narozených dětí v daných letech. Tento graf poskytuje kontext pro
predikci možného počtu potenciálních studentů.

Obrázek 4.2: Počet narozených dětí v daných letech

Na obrázku 4.2 je patrný nárůst počtu narozených dětí v 70. letech, známý
jako „Husákovy děti“. Tento baby boom byl výsledkem pronatalitní politiky
prezidenta Gustáva Husáka, která vedla k výraznému zvýšení porodnosti.
„Husákovy děti“ je termín používaný k označení generace dětí narozených
v době tzv. baby boomu v 70. letech, kdy československý prezident Gustáv
Husák prosadil pronatalitní politiku1, známou také jako pro-populační politika,
která vedla k výraznému zvýšení porodnosti.[26] Graf také ukazuje výrazné
propady během válečných období, kdy se rodilo méně dětí.

1Soubor opatření a strategií zaměřených na podporu vyšší porodnosti a růstu populace
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Zkoumali jsme tento graf a hledali zajímavé vzorce a události, které ovlivnily
počet narozených dětí. Identifikovali jsme významné nárůsty a poklesy a
analyzovali jsme důvody, proč k těmto změnám došlo. Tato analýza nám
pomohla lépe pochopit demografické faktory, které mohou ovlivnit počet
budoucích studentů na vysokých školách.

Porovnání celkového počtu studentů s odhadem potenciálních
nových studentů

Na obrázku 4.3 je porovnán celkový počet studentů s odhadem potenciálních
nových studentů, založeným na demografických datech. Tento odhad počítá
pouze s možným počtem nových studentů v daném roce a nezahrnuje již
studující studenty, což může vést k podhodnocení celkového počtu.

Obrázek 4.3: Celkový počet studentů vs. potenciální noví studenti

Poznámka: Tato data jsou zaměřena pouze na nově zapsané studenty, což
zkresluje reálný pohled. Pro přesnější analýzu by bylo vhodné vytvořit model,
který zahrnuje jak nově zapsané studenty, tak i studenty, kteří již studují.

Pro graf 4.3 jsme opět použili spojnicový graf, který nám umožnil vizuali-
zovat a porovnat trend celkového počtu studentů s odhadem potenciálních
nových studentů v daném roce. Graf ukazuje, že odhadovaný počet nových
studentů klesal, zatímco celkový počet studentů vykazoval růst do roku 2010
a poté klesal až do roku 2018, kdy opět začal růst.

Porovnání potenciálních nových studentů s počtem nově zapsaných
studentů

Na obrázku 4.4 je zobrazen počet potenciálních nových studentů ve srovnání
s počtem studentů, kteří se poprvé zapsali do vysoké školy. Je patrné, že
počet nově zapsaných studentů se v průběhu let mění, což může být ovlivněno
demografickými změnami a dalšími faktory.
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Obrázek 4.4: Potenciální noví studenti vs. nově zapsaní studenti

Tento graf 4.4 zobrazuje vztah mezi počtem potenciálních nových studentů a
skutečným počtem nově zapsaných studentů, což nám umožňuje lépe pochopit,
jak demografické změny ovlivňují skutečný počet nových studentů.

Poznámka: Tento graf zobrazuje vztah mezi počtem potenciálních nových
studentů a skutečným počtem nově zapsaných studentů, což nám umožňuje
lépe pochopit, jak demografické změny ovlivňují skutečný počet nových
studentů. Pro tvorbu tohoto grafu jsme použili spojnicový graf k vizualizaci
dat z obou datasetů na jedné ose, což umožňuje snadné porovnání a identifikaci
trendů v průběhu času.

Návrh přesnějšího modelu. Pro přesnější analýzu by model měl zahrnovat
následující faktory:. Počet nově zapsaných studentů.. Počet studentů, kteří pokračují ve studiu z předchozích let.. Počet studentů, kteří ukončili studium (absolventi nebo přerušení studia)..Demografické trendy a předpokládané změny v počtu mladých lidí ve

věku typickém pro zahájení vysokoškolského studia.

Takový model by umožnil přesnější predikci celkového počtu studentů v
budoucnosti a poskytl by lepší základ pro strategické plánování a rozhodování.

Vytvoření takového modelu by však bylo komplexním úkolem, který by
vyžadoval zohlednění počtu studentů v každém ročníku na základě podobného
výpočtu, jako byl využit pro odhad počtu nových studentů. Kromě toho by
bylo nutné zahrnout faktory jako opakování ročníků, přestupy mezi obory a
jiné formy přerušení nebo pokračování studia. Také by bylo třeba vzít v úvahu
různé rychlosti absolvování programů, které se mohou lišit mezi jednotlivými
obory a institucemi. Pro naše účely používáme pouze odhad nově zapsaných
studentů, což umožňuje vytvořit výukové materiály a demonstrovat základní
postupy datové analýzy, i když tento přístup není nejpřesnější.

Problém může být také v dostupných datech. Nepodařilo se mi dohledat
dostupná data o možných lidech v daných stářích, protože data ze statistického
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................... 4.4. Hypotéza 1: Trendy ve vývoji počtu studentů v čase

úřadu jsou seskupena do širších věkových kategorií, jako například 14-19 let
a 20-24 let. Toto seskupení neposkytuje dostatečně detailní informace pro
přesnou analýzu. Tento nedostatek v dostupných datech omezuje přesnost
našich modelů a predikcí.

Regresní analýza

Pro analýzu trendů v datech jsme použili lineární regresní analýzu, která
porovnává dvě proměnné. Na obrázku 4.5 je zobrazen graf s lineární regresní
čarou, která ukazuje celkový trend mezi rokem a celkovým počtem studentů.
Ačkoliv data ukazují vrchol kolem roku 2010, celkový dlouhodobý trend je
rostoucí, což naznačuje, že se počet studentů v průběhu času zvyšuje.

Obrázek 4.5: Regresní analýza počtu studentů vysokých škol

Regresní analýza potenciálních nových studentů (obrázek 4.6) ukazuje
vztah mezi počtem potenciálních studentů a celkovým počtem nově zapsaných
studentů. Tento výsledek může indikovat demografické změny a potenciální
budoucí výzvy pro vysoké školy v oblasti náboru studentů.

Obrázek 4.6: Regresní analýza potenciálních nových studentů
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4. Analýza dat a formulace otázek a hypotéz ........................
4.4.3 Interpretace výsledků

Při analýze dat jsme zjistili, že celkový počet studentů dosáhl vrcholu v
roce 2010 a poté klesal, ale od roku 2018 začal opět růst. Tento trend je
viditelný jak v grafu celkového počtu studentů, tak v regresní analýze. Odhad
potenciálního počtu nových studentů ukazuje, že počet nových uchazečů o
studium klesá, což může ovlivnit budoucí trendy v počtu studentů.

Následující interpretace a vysvětlení vycházejí z mých názorů na základě
analýzy demografických, ekonomických a sociálních faktorů.

Možné důvody pro nárůst a pokles počtu zapsaných studentů kolem
roku 2010

Zde jsou možné důvody pro nárůst počtu zapsaných studentů kolem roku
2010 a následný pokles, i když křivka možných nástupců v tu dobu klesala:.Demografický vývoj: Jak jsme viděli na grafu počtu narozených dětí,

počet potenciálních studentů klesá. Nicméně, počet zapsaných studentů
dosáhl vrcholu kolem roku 2010, což může být způsobeno dalšími faktory.. Ekonomické faktory: Po ekonomické krizi v roce 2008[27] mohlo více
lidí hledat vysokoškolské vzdělání jako cestu ke zlepšení svých šancí
na trhu práce. Pro čerstvé absolventy středních škol také mohlo být
atraktivnější pokračovat ve studiu, než se snažit najít zaměstnání v
tomto období..Debaty o zavedení školného: V období kolem roku 2010 se vedly
rozsáhlé debaty o zavedení povinného školného, což mohlo motivovat
studenty k rychlejšímu zápisu na vysoké školy, aby se vyhnuli případným
poplatkům v budoucnu.[28]

Navíc, změny v českém vysokoškolském systému od roku 1999, jako zave-
dení dvou stupňů studia (bakalářského a navazujícího magisterského místo
tradičního pětiletého cyklu), změny v systému akreditací studijních programů,
umožnění vzniku soukromých vysokých škol, internacionalizace a větší otevře-
nost vysokých škol, rovněž přispěly k růstu počtu studentů mezi roky 2001
až 2010.[29]

4.4.4 Shrnutí a závěr hypotézy 1

Na základě výše uvedené analýzy můžeme konstatovat, že dlouhodobý trend
počtu studentů na vysokých školách je rostoucí, ačkoli v letech 2010-2018 došlo
k poklesu. Tento trend je důležitý pro studenty i školy z hlediska plánování a
strategického rozhodování. Pro přesnější analýzu by bylo vhodné zahrnout i
data o již studujících studentech. Celkový růst počtu studentů naznačuje, že
vysokoškolské vzdělání je stále důležitější a poptávka po něm roste.

Hypotéza byla potvrzena, protože dlouhodobý trend ukazuje na růst počtu
studentů, i přes období poklesu mezi lety 2010 a 2018.
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................ 4.5. Hypotéza 2: Vztah mezi národností studenta a typem studia

4.5 Hypotéza 2: Vztah mezi národností studenta a
typem studia

Formulace otázky: Zahraniční studenti častěji volí prezenční formu studia
než čeští studenti.

4.5.1 Úvod do problematiky

Forma studia může výrazně ovlivnit studijní zkušenost a akademické vý-
sledky studentů. Zatímco čeští studenti mohou preferovat kombinované nebo
distanční formy studia, které jim umožňují skloubit studium s prací nebo
jinými povinnostmi, zahraniční studenti často volí prezenční formu studia. To
může být způsobeno několika faktory, jako je potřeba intenzivní jazykové a kul-
turní integrace, vyšší náklady na život v cizí zemi nebo specifické požadavky
stipendijních programů, které často vyžadují plnou účast na studiu.

Zahraniční studenti se také často snaží maximalizovat svůj akademický a
sociální zážitek během omezené doby pobytu v hostitelské zemi. Prezenční
forma studia jim umožňuje více se zapojit do univerzitního života, což může za-
hrnovat přístup k různým akademickým a sociálním aktivitám, lepší možnosti
networking a získání hlubšího porozumění místní kultuře a akademickému
prostředí.[30]

4.5.2 Analýza dat

Pro analýzu dat byly použity soubory z Ministerstva školství, mládeže a
tělovýchovy (MŠMT), konkrétně tabulky obsahující data o formách studia
(prezenční a kombinované) rozdělené podle národnosti studentů. Níže jsou
uvedeny jednotlivé kroky analýzy.

Data o formách studia českých a zahraničních studentů

Na obrázcích 4.7 a 4.8 je zobrazen počet studentů ve formě prezenčního
a kombinovaného studia rozdělený podle českých a zahraničních studentů.
Použili jsme spojnicové grafy pro vizualizaci rozdílů mezi těmito dvěma
skupinami studentů.
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4. Analýza dat a formulace otázek a hypotéz ........................

Obrázek 4.7: Počet českých studentů ve formě prezenčního a kombinovaného
studia

Obrázek 4.8: Počet zahraničních studentů ve formě prezenčního a kombinovaného
studia

Analyzovali jsme grafy 4.7 a 4.8, abychom identifikovali trendy a rozdíly v
preferencích formy studia mezi českými a zahraničními studenty.
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................ 4.5. Hypotéza 2: Vztah mezi národností studenta a typem studia

Data o formách studia podle stupně studia

Na obrázcích 4.9 a 4.10 jsou zobrazeny detaily o počtu českých studentů v
jednotlivých stupních studia (bakalářské, magisterské, navazující magisterské
a doktorské) podle formy studia.

Obrázek 4.9: Počet českých studentů ve formě prezenčního studia podle stupně
studia

Obrázek 4.10: Počet českých studentů ve formě kombinovaného studia podle
stupně studia
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4. Analýza dat a formulace otázek a hypotéz ........................
Na obrázcích 4.11 a 4.12 jsou zobrazeny detaily o počtu zahraničních

studentů v jednotlivých stupních studia podle formy studia.

Obrázek 4.11: Počet zahraničních studentů ve formě prezenčního studia podle
stupně studia

Obrázek 4.12: Počet zahraničních studentů ve formě kombinovaného studia
podle stupně studia

Porovnání prezenčního a kombinovaného studia českých a
zahraničních studentů

Na obrázku 4.13 je zobrazen počet studentů ve formě prezenčního a kombino-
vaného studia pro české i zahraniční studenty dohromady.
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................ 4.5. Hypotéza 2: Vztah mezi národností studenta a typem studia

Obrázek 4.13: Počet studentů ve formě prezenčního a kombinovaného studia
(čeští a zahraniční studenti dohromady)

Tyto grafy slouží k vizualizaci počtu studentů v různých formách a stupních
studia. Umožňují nám identifikovat a interpretovat rozdíly mezi českými
a zahraničními studenty, což je klíčové pro pochopení jejich preferencí a
studijních návyků. Pomocí těchto dat můžeme analyzovat, proč některé
skupiny studentů preferují určité formy a stupně studia, a hledat důvody
těchto rozdílů.

4.5.3 Interpretace výsledků

Analýza dat ukazuje, že zahraniční studenti mají tendenci volit prezenční
formu studia častěji než čeští studenti. Důvody mohou být různé[30]:

. Jazyková a kulturní integrace: Zahraniční studenti často potřebují
intenzivní jazykovou praxi a kulturní adaptaci, což jim prezenční studium
umožňuje lépe než distanční formy.. Finanční a stipendijní podmínky: Mnoho zahraničních studentů
studuje na základě stipendií, která často vyžadují plnou účast na studiu..Maximalizace zážitku: Zahraniční studenti chtějí během svého ome-
zeného pobytu v hostitelské zemi získat co nejvíce z akademického a
sociálního života..Akademické požadavky: Některé programy, zvláště na úrovni magis-
terských a doktorských studií, mohou vyžadovat intenzivní laboratorní a
výzkumné práce, které jsou lépe realizovatelné v prezenční formě.

Naopak čeští studenti, kteří mají možnost studium kombinovat s prací nebo
jinými závazky, často volí kombinované nebo distanční formy studia.
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4. Analýza dat a formulace otázek a hypotéz ........................
4.5.4 Shrnutí a závěr hypotézy 2

Z analýzy dat vyplývá, že zahraniční studenti preferují prezenční formu
studia ve srovnání s českými studenty. Tato preference může být způsobena
potřebou intenzivní integrace, finančními a stipendijními podmínkami a
snahou maximálně využít pobyt v hostitelské zemi. Tyto poznatky jsou
důležité pro univerzity, které mohou na základě těchto informací lépe plánovat
a přizpůsobovat své programy a služby jak pro české, tak pro zahraniční
studenty.

4.6 Hypotéza 3: Geografické rozložení studentů

Formulace otázky: Která města mají nejvyšší počet studentů a jaký je
jejich podíl na celkovém počtu studentů v letech 2001 a 2022?

4.6.1 Úvod do problematiky

Geografické rozložení studentů je klíčovým faktorem pro plánování a rozvoj
vzdělávací infrastruktury. Města s vysokou koncentrací studentů často čelí
specifickým výzvám i příležitostem, které ovlivňují nejen vzdělávací instituce,
ale i místní ekonomiku a sociální strukturu. Faktory ovlivňující koncentraci
studentů ve velkých městech zahrnují dostupnost a kvalitu vysokých škol, ži-
votní náklady, možnosti bydlení, pracovní příležitosti a kulturní a společenský
život.

4.6.2 Analýza dat

Data o počtu studentů podle měst byla načtena a zpracována pro roky 2001
a 2022. Grafy zobrazují počet studentů v jednotlivých městech a umožňují
identifikovat města s nejvyšší koncentrací studentů v daných letech.

Na obrázku 4.14 je znázorněno geografické rozložení studentů v roce 2001.
Tento typ grafu, využívající mapy s kruhy různé velikosti, ukazuje koncentraci
studentů v jednotlivých městech. Větší kruhy indikují vyšší počet studentů,
což usnadňuje rychlé vizuální porovnání mezi městy. Praha a Brno mají
nejvyšší koncentraci studentů, což je snadno viditelné díky velikosti kruhů.
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....................... 4.6. Hypotéza 3: Geografické rozložení studentů

Obrázek 4.14: Geografické rozložení studentů v roce 2001

Podrobnější pohled na počet studentů v jednotlivých městech v roce 2001
poskytuje obrázek 4.15. Tato tabulka uvádí přesný počet studentů pro každé
město, což je užitečné pro detailnější analýzu a srovnání. Data ukazují, že
Praha, Brno a Ostrava jsou na předních příčkách.

Obrázek 4.15: Počet studentů v jednotlivých městech v roce 2001
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4. Analýza dat a formulace otázek a hypotéz ........................
Obrázek 4.16 zobrazuje počet studentů v prvních deseti městech v roce 2001.

Zaměřuje na nejvýznamnější města, což umožňuje lepší pochopení rozdílů
mezi nimi. Zde vidíme, že Praha má výrazně vyšší počet studentů než ostatní
města.

Obrázek 4.16: Počet studentů v prvních deseti městech v roce 2001

Podobně je na obrázku 4.17 zobrazeno geografické rozložení studentů v roce
2022. Opět jsou větší kruhy indikátorem vyššího počtu studentů. Obrázek
4.18 ukazuje počet studentů v jednotlivých městech v roce 2022. Stejně jako
v roce 2001, i v roce 2022 dominují Praha a Brno.

Obrázek 4.17: Geografické rozložení studentů v roce 2022
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....................... 4.6. Hypotéza 3: Geografické rozložení studentů

Obrázek 4.18: Počet studentů v jednotlivých městech v roce 2022

Obrázek 4.19 zobrazuje počet studentů v prvních deseti městech v roce
2022. Podobně jako v roce 2001, Praha stále vede s výrazným náskokem před
Brnem a dalšími městy.
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4. Analýza dat a formulace otázek a hypotéz ........................

Obrázek 4.19: Počet studentů v prvních deseti městech v roce 2022

Tyto grafy a tabulky jsou zásadní pro vizualizaci dat, protože umožňují
rychlé porovnání a identifikaci hlavních trendů a rozdílů. Geografické zob-
razení koncentrace studentů v různých městech napomáhá při rozhodování
o budoucích investicích a rozvoji vzdělávací infrastruktury. Vizualizace dat
rovněž usnadňuje komunikaci výsledků a závěrů širokému publiku, což je
klíčové pro efektivní prezentaci a pochopení dat.

4.6.3 Interpretace výsledků

Na základě analýzy dat bylo zjištěno, že Praha a Brno mají nejvyšší kon-
centraci studentů v obou sledovaných letech. Tento trend je pravděpodobně
způsoben kvalitou a počtem vysokých škol v těchto městech, které přita-
hují studenty z celé republiky i ze zahraničí. Města jako Olomouc a Plzeň
také vykazují významný počet studentů, což naznačuje, že jsou důležitými
vzdělávacími centry.

Identifikace měst s nejvyšší koncentrací studentů a možných důvodů.Praha: Hlavní město s nejvyšší koncentrací prestižních vysokých škol,
jako je Univerzita Karlova, České vysoké učení technické, Vysoká škola
ekonomická, Česká zemědělská univerzita a další. Praha také nabízí široké
možnosti kulturního a společenského vyžití, což přitahuje studenty.[31].Brno: Druhé největší město v České republice, domov pro Masarykovu
univerzitu, Vysoké učení technické v Brně a další významné instituce.
Brno je také známé svou inovativní a technologickou scénou.[32].Olomouc: Univerzita Palackého v Olomouci je jednou z nejstarších
univerzit v České republice a přitahuje studenty svou dlouhou historií a
akademickou kvalitou.[31]. Plzeň: Západočeská univerzita v Plzni je významnou institucí v regionu
a nabízí širokou škálu studijních programů.[31]

Další faktory, které mohou ovlivňovat koncentraci studentů, zahrnují do-
stupnost bydlení, možnosti pracovních příležitostí během studia a po jeho
ukončení, a také celkovou kvalitu života v daném městě.
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..........4.7. Hypotéza 4: Geografické rozložení zahraničních studentů v České republice

4.6.4 Shrnutí a závěr hypotézy 3

Na základě výše uvedené analýzy lze konstatovat, že Praha a Brno dominují v
počtu studentů jak v roce 2001, tak v roce 2022. Olomouc a Plzeň také patří
mezi města s vysokou koncentrací studentů. Tento trend je pravděpodobně
způsoben kombinací kvalitních vzdělávacích institucí, bohaté kulturní nabídky
a dobrých životních podmínek v těchto městech.

Potvrzuje se tedy hypotéza, že nejvyšší počet studentů je soustředěn ve
velkých městech, která nabízejí nejlepší podmínky pro studium a život. Tato
informace je klíčová pro plánování rozvoje vysokého školství a infrastruktury
v České republice.

4.7 Hypotéza 4: Geografické rozložení zahraničních
studentů v České republice

Formulace otázky: Jaké jsou změny v geografickém rozložení zahraničních
studentů mezi lety 2001 a 2022?

4.7.1 Úvod do problematiky

Geografické rozložení zahraničních studentů je klíčovým faktorem pro pocho-
pení dynamiky a atraktivity různých měst a regionů v rámci České republiky.
Významné změny v počtu zahraničních studentů mohou signalizovat růst
atraktivity určitých měst díky kvalitě vzdělání, životním podmínkám nebo
ekonomickým a kulturním faktorům.

4.7.2 Analýza dat

Pro analýzu byly použity údaje o počtu zahraničních studentů v jednotlivých
městech v letech 2001 a 2022. Data zahrnují mapové vizualizace a tabulky
top 10 měst s nejvyšším počtem zahraničních studentů.

Rok 2001

Data pro rok 2001 jsou uvedena v tabulce 4.20 a mapě 4.21. Největší počet
zahraničních studentů se v roce 2001 soustředil v Praze (4677), následován
Brnem (1672) a Olomoucí (669).
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4. Analýza dat a formulace otázek a hypotéz ........................

Obrázek 4.20: Top 10 měst s nejvyšším počtem zahraničních studentů v roce
2001

Sloupcový graf 4.20 zobrazuje top 10 měst v roce 2001 podle počtu zahra-
ničních studentů. Pomáhá rychle identifikovat města s nejvyšší koncentrací
zahraničních studentů.

Obrázek 4.21: Geografické rozložení zahraničních studentů v roce 2001

Mapa 4.21 znázorňuje geografické rozložení zahraničních studentů v roce
2001. Větší kruhy indikují vyšší počet studentů v daných městech, což umož-
ňuje vizuálně porovnat koncentraci zahraničních studentů v různých regionech.

Rok 2022

Data pro rok 2022 jsou uvedena v tabulce 4.22 a mapě 4.23. V roce 2022 je
nárůst počtu zahraničních studentů patrný v Praze (27767), Brně (14829) a
Olomouci (2650).
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Obrázek 4.22: Top 10 měst s nejvyšším počtem zahraničních studentů v roce
2022

Tento sloupcový graf 4.22 zobrazuje top 10 měst v roce 2022 podle počtu
zahraničních studentů. Umožňuje snadné porovnání s rokem 2001 a identifikaci
měst s nejvyšší atraktivitou pro zahraniční studenty.

Obrázek 4.23: Geografické rozložení zahraničních studentů v roce 2022

Mapa 4.23 znázorňuje geografické rozložení zahraničních studentů v roce
2022. Větší kruhy indikují vyšší počet studentů v daných městech, což umož-
ňuje vizuálně porovnat koncentraci zahraničních studentů v různých regionech
a sledovat změny oproti roku 2001.

Vývoj počtu zahraničních studentů v letech 2001 až 2022

Graf 4.24 ukazuje vývoj počtu zahraničních studentů v České republice od roku
2001 do roku 2022. Data ukazují stabilní nárůst počtu zahraničních studentů
během těchto let, což naznačuje rostoucí atraktivitu českých vysokých škol
pro studenty ze zahraničí.
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Obrázek 4.24: Vývoj počtu zahraničních studentů v letech 2001 až 2022

4.7.3 Interpretace výsledků

Z výše uvedených grafů a tabulek je zřejmé, že počet zahraničních studentů
na českých vysokých školách se od roku 2001 do roku 2022 výrazně zvýšil. V
roce 2001 bylo v České republice pouze několik tisíc zahraničních studentů,
zatímco v roce 2022 tento počet přesáhl 54 000. Nejvýraznější nárůst byl
zaznamenán v Praze a Brně, kde se počet zahraničních studentů výrazně
zvýšil. V roce 2022 bylo v Praze více než 27 000 zahraničních studentů, což
je více než pětinásobek počtu z roku 2001.

Dalším důležitým městem je Brno, kde se počet zahraničních studentů
rovněž významně zvýšil. V roce 2001 bylo v Brně 1672 zahraničních studentů,
zatímco v roce 2022 tento počet vzrostl na 14829. Další města, jako jsou
Olomouc, Plzeň, Ostrava a Hradec Králové, také zaznamenala nárůst počtu
zahraničních studentů, i když ne v takové míře jako Praha a Brno.
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Důvody pro studium v Česku

Podle zprávy DZS2 (Dům zahraniční spolupráce) z roku 2023 jsou hlavními
důvody pro volbu studia v České republice vidět na obrázku 4.25:

Obrázek 4.25: Důvody pro studium v Česku (Zdroj: DZS - Zpráva o zahraničních
studentech na českých vysokých školách 2023, 2023)[30]

Dle výzkumu zahraničních studentů provedeného Domem zahraniční spolu-
práce (DZS) je kvalita vzdělání nejdůležitějším kritériem při volbě Česka jako
destinace ke studiu. Kvalitu nabízených oborů si kladou za cíl zhodnotit a do
určité míry zaručit mezinárodní univerzitní žebříčky. Například dle žebříčku
QS EECA (Emerging Europe and Central Asia) University Rankings3 se v
roce 2022 umístily dvě české VŠ v top 100, v žebříčku QS World University
Rankings 20234 se pak umístily tři české VŠ v top 500.[30]

2https://www.dzs.cz/
3https://www.topuniversities.com/university-rankings/eeca-rankings/2022
4https://www.topuniversities.com/world-university-rankings/2023
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4.7.4 Shrnutí a závěr hypotézy 4

Na základě výše uvedené analýzy lze konstatovat, že počet zahraničních
studentů na českých vysokých školách významně vzrostl od roku 2001 do roku
2022. Přestože Praha a Brno přitahují největší počet zahraničních studentů,
i ostatní města zaznamenávají nárůst. Kvalita vzdělání, konkrétní studijní
program a kulturní nebo jazyková blízkost jsou hlavními důvody pro volbu
Česka jako studijní destinace.

4.8 Hypotéza 5: Rozdíl mezi soukromými a
veřejnými školami

Formulace otázky: Jaký je rozdíl v počtu studentů a úspěšnosti mezi
veřejnými a soukromými vysokými školami?

4.8.1 Úvod do problematiky

Vysoké školy v České republice lze rozdělit na veřejné a soukromé instituce.
Rozdíly mezi nimi mohou ovlivnit nejen počet studentů, ale také jejich
úspěšnost v dokončení studia. Veřejné školy mají často delší tradici, širší
nabídku oborů a jsou finančně podporovány státem. Na druhé straně soukromé
školy mohou nabízet inovativní programy, flexibilní studijní podmínky a
individuálnější přístup ke studentům. Faktory jako finanční náklady, prestiž,
kvalita vzdělání a možnosti kariérního uplatnění mohou ovlivnit volbu mezi
soukromou a veřejnou vysokou školou.[33]

4.8.2 Analýza dat

Pro analýzu byly použity údaje z tabulky F12, která obsahuje data o počtu
studentů na veřejných a soukromých vysokých školách v letech 2020 až 2022.
Předchozí roky nebyly rozděleny na veřejné a soukromé školy, a proto se za-
měřujeme na data z těchto let. Byly vytvořeny srovnávací grafy pro porovnání
počtu studentů a absolventů na těchto institucích. Pro lepší přehlednost byly
zmenšeny oblasti v tabulkách a grafech, které nejsou relevantní.

Veřejné školy

Data pro veřejné školy jsou uvedena v tabulce 4.26 a grafu 4.27. Z grafů
a tabulek je zřejmé, že počet studentů na veřejných vysokých školách je
výrazně vyšší než na soukromých školách. Počet studujících českých studentů
se pohybuje kolem 230 000, zatímco počet poprvé zapsaných studentů je
kolem 45 000 ročně. Počet absolventů se pohybuje kolem 46 000 ročně.
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Obrázek 4.26: Data o počtu studentů na veřejných vysokých školách

Tabulka 4.26 obsahuje data o počtu studentů na veřejných vysokých školách
v letech 2020 až 2022, včetně počtu poprvé zapsaných a absolventů.

Obrázek 4.27: Počet studentů na veřejných vysokých školách

Sloupcový graf 4.27 zobrazuje počet studentů, nově zapsaných a absolventů
na veřejných vysokých školách v letech 2020 až 2022.

Soukromé školy

Data pro soukromé školy jsou uvedena v tabulce 4.28 a grafu 4.29. Počet
studentů na soukromých vysokých školách je výrazně nižší. Počet studujících
českých studentů se pohybuje kolem 22 000, počet poprvé zapsaných studentů
je kolem 4 000 ročně, a počet absolventů je kolem 5 000 ročně.

Obrázek 4.28: Data o počtu studentů na soukromých vysokých školách

Tabulka 4.28 obsahuje data o počtu studentů na soukromých vysokých
školách v letech 2020 až 2022, včetně počtu poprvé zapsaných a absolventů.
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Obrázek 4.29: Počet studentů na soukromých vysokých školách

Sloupcový graf 4.29 zobrazuje počet studentů, nově zapsaných a absolventů
na soukromých vysokých školách v letech 2020 až 2022.

Srovnání celkových počtů studentů

Celkové počty studentů na veřejných a soukromých školách jsou srovnány v
grafu 4.30. Je zřejmé, že počet studentů na veřejných školách je výrazně vyšší
než na soukromých školách.

Obrázek 4.30: Srovnání počtu studentů na veřejných a soukromých školách

Graf 4.30 porovnává celkový počet studentů na veřejných a soukromých
školách v letech 2020 až 2022. Umožňuje snadné srovnání a identifikaci rozdílů
mezi těmito typy ško
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4.8.3 Interpretace výsledků

Na základě analýzy dat je zřejmé, že veřejné vysoké školy mají výrazně vyšší
počet studentů než soukromé školy. Možné důvody pro vyšší počet studentů
a úspěšnost na veřejných školách mohou zahrnovat:.Tradiční povahu a delší historii veřejných škol.. Širší nabídku studijních programů.. Nižší finanční náklady díky státní podpoře..Vyšší prestiž některých veřejných škol.

Naopak soukromé školy mohou být atraktivní pro studenty hledající speci-
fické obory, individuální přístup a flexibilní studijní podmínky.

Z grafů a tabulek také můžeme odvodit následující poměry:.Veřejné školy:. Poměr absolventů vůči studujícím (2020-2022): přibližně 20.5. Poměr absolventů vůči nově zapsaným (2020-2022): přibližně 102. Soukromé školy:. Poměr absolventů vůči studujícím (2020-2022): přibližně 22.7. Poměr absolventů vůči nově zapsaným (2020-2022): přibližně 125

4.8.4 Shrnutí a závěr hypotézy 5

Na základě výše uvedené analýzy lze konstatovat, že veřejné vysoké školy mají
výrazně vyšší počet studentů než soukromé školy. Nicméně, pro přesné vy-
hodnocení úspěšnosti absolventů nejsou k dispozici potřebná data. Informace
o absolventech neobsahují údaje o typech studia (bakalářské, magisterské,
doktorské), opakování ročníků ani jiné podrobnosti. Navíc, do roku 2019 ne-
byla v tabulce F12 sbírána data o veřejných a soukromých školách zvlášť, ale
pouze dohromady. Data v tabulce F12 jsou dostupná k jednotlivým školám,
ale pro shrnující informaci o všech veřejných a soukromých školách se data
začala uvádět až od roku 2020. Tato analýza tedy poskytuje zjednodušený
pohled na rozdíly mezi veřejnými a soukromými školami.

Pro plné potvrzení nebo vyvrácení této hypotézy by bylo zapotřebí přes-
nějších údajů, zejména o jednotlivých oborech a opakování ročníků. Tabulka
F12 bohužel neposkytuje všechny potřebné informace, takže by bylo nutné
dohledat jiné zdroje dat pro detailnější analýzu.

Například touto problematikou se zabývá aplikace dropout.pef.czu.cz5.
Tato aplikace vznikla v rámci projektu „Stanovení postupu výpočtu ukazatele
propadovosti studentů českých vysokých škol"podpořeného Technologickou

5https://dropout.pef.czu.cz/Uspesnost.aspx
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agenturou ČR v letech 2016-2017 na České zemědělské univerzitě v Praze.
Provozovatelem aplikace je Česká zemědělská univerzita v Praze, anonymní
data obsažená v aplikaci jsou poskytována Ministerstvem školství, mládeže a
tělovýchovy z databáze Sdružených informací matrik studentů.[34]

Dalším zdrojem je projekt Česko v datech6. Jedná se o unikátní projekt na
poli datové žurnalistiky, který na základě analýzy aktuálních dat odhaluje
zajímavá a mnoha lidem dosud neznámá fakta o naší zemi. S těmito výstupy
následně seznamuje veřejnost a dává je k dispozici médiím. Ta naše analýzy
využívají pro vlastní články, pořady a reportáže. Naší ambicí je vyhledávat
témata, která jsou přitažlivá nebo důležitá pro celou společnost. Chceme
objevit souvislosti, které se v datech skrývají, a potvrdit či vyvrátit tvrzení,
která se v české společnosti tradují, ale bez práce s rozsáhlými daty jim chybí
důkaz.[35]

4.9 Požadavky na náš nástroj

Na základě analýzy a formulace hypotéz jsme identifikovali klíčové požadavky
na náš nástroj, které jsou nezbytné pro efektivní datovou analýzu. Tyto
požadavky vycházejí z potřeby načítání dat, provádění analýz a základní
vizualizace:.Nahrávání dat z Excel a CSV souborů: Uživatelé musí mít možnost

snadno nahrát data z různých zdrojů ve formátu Excel (.xls, .xlsx) a
CSV7 (.csv)..Vizualizace dat: Nástroj musí poskytovat možnosti vizualizace dat
pomocí grafů a tabulek.. Filtrování dat: Uživatelé musí být schopni filtrovat data podle různých
kritérií..Analýza dat: Nástroj musí umožňovat základní statistické analýzy, jako
jsou grafy a statistiky, lineární regrese a korelace..Práce s grafy: Možnost kombinovat tabulky a ukládat grafy..Uživatelské návody: Poskytnutí návodů a tutoriálů pro uživatele, aby
mohli efektivně využívat nástroj.

Identifikované požadavky zajišťují, že nástroj bude nejen schopný načítat
data, ale také provádět jejich analýzu a vizualizaci, čímž poskytne uživatelům
komplexní přehled a praktické dovednosti v oblasti datové analytiky. Tyto
požadavky budou podrobněji popsány v následující kapitole, která se zaměří
na návrh a implementaci nástroje.

6https://www.ceskovdatech.cz/graphs/vs2.php
7CSV (Comma-Separated Values) soubor je formát pro ukládání tabulkových dat ve

formě prostého textu. Každý řádek v CSV souboru představuje jeden záznam nebo řádek
tabulky, a jednotlivé hodnoty v řádku jsou odděleny čárkami nebo jinými oddělovači
(například středníky nebo tabulátory).
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4.10 Závěř kapitoly

V této kapitole jsme ukázali, že na základě dostupných dat je možné provádět
datovou analýzu. Formulovali jsme hypotézy, shromáždili relevantní data a
na jejich základě tyto hypotézy buď potvrdili, nebo vyvrátili. Demonstrace
jednotlivých analýz byla zaměřena také na začátečníky, kterým jsme ukázali
metodický přístup k datové analýze. Definovali jsme základní požadavky na
náš nástroj, které blíže popíšeme v další kapitole. Tyto analýzy a naučné
materiály budou integrovány do aplikace, aby uživatelům poskytly ucelený
přehled a praktické dovednosti v oblasti datové analytiky.
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Kapitola 5
Analýza požadavků a návrh aplikace

Tato kapitola se zaměřuje na analýzu požadavků a návrh aplikace pro datovou
analýzu, která umožní uživatelům efektivně pracovat s datovými sadami o
studentech a studiích na vysokých školách a provádět různé datové analýzy.
Aplikace bude navržena tak, aby sloužila nejen pro analýzu dat, ale také jako
naučný program pro uživatele bez hlubokých technických znalostí. Podrobně se
věnujeme jak funkčním, tak nefunkčním požadavkům systému, a předkládáme
návrh uživatelského rozhraní a architektury aplikace.

5.1 Úvod do návrhu systému

V současné době, kdy objem dat neustále roste a stává se klíčovým prvkem
v mnoha oblastech, je nezbytné mít nástroje, které umožňují tato data
efektivně zpracovávat a analyzovat. Cílem tohoto projektu je vytvořit systém
pro datovou analýzu, který bude schopen zvládnout širokou škálu úloh od
základních statistických výpočtů až po složité analytické modelování. Systém
bude navržen tak, aby byl uživatelsky přívětivý a umožnil uživatelům různých
úrovní dovedností provádět datové analýzy bez potřeby hlubokých technických
znalostí.

Aplikace bude zaměřena na práci s datovými sadami o studentech a studiích
na vysokých školách, což je klíčové pro vzdělávací instituce a studenty. Kromě
toho bude sloužit jako naučný nástroj, který pomůže uživatelům porozumět
základním principům datové analýzy a rozvíjet jejich dovednosti v této oblasti.

Primárními uživateli systému budou jednotlivci, kteří potřebují nástroj
pro rychlou a intuitivní analýzu dat. Systém bude poskytovat možnosti pro
import dat z různých zdrojů, jejich čištění, transformaci, analýzu a vizualizaci.
Důraz bude kladen na flexibilitu a rozšiřitelnost, aby systém mohl růst a
adaptovat se na měnící se požadavky uživatelů.

5.2 Přechod k požadavkům

Na základě těchto cílů, které byly definovány v úvodu a v kapitole 4, jsou
formulovány následující klíčové požadavky na systém:
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5.2.1 Funkční požadavky..1. FR01 Nahrát data: Systém umožní uživatelům nahrávat data z různých
zdrojů, včetně souborů CSV a Excel...2. FR02 Zobrazit data v tabulce: Systém umožní zobrazení nahráných
dat v tabulkové formě pro snadnou orientaci v datech...3. FR03 Filtrovat data: Systém umožní uživatelům filtrovat data podle
různých kritérií, aby mohli analyzovat specifické podmnožiny dat...4. FR04 Zobrazit základní analýzu: Systém umožní zobrazení základ-
ních analýz, jako jsou grafy a statistiky...5. FR05 Zobrazit podrobnou analýzu: Systém umožní provádění a
zobrazení podrobných analýz, jako jsou korelace a lineární regrese...6. FR06 Spojit tabulky: Systém umožní spojování různých tabulek nebo
datových sad pro komplexnější analýzu a výslednou interpretaci dat...7. FR07 Uložit graf: Systém umožní uživatelům ukládat vytvořené grafy
pro další použití nebo prezentaci...8. FR08 Otevřít návod: Systém umožní otevření interaktivních návodů
nebo scénářů, které uživatele provedou procesem datové analýzy...9. FR09 Validovat import dat: Systém provede validaci dat při jejich
nahrávání, aby zajistil jejich správnost a konzistenci.

5.2.2 Nefunkční požadavky..1. NFR01 Lokalizace: Systém bude plně lokalizován do češtiny, aby byl
přístupný uživatelům, kteří preferují český jazyk...2. NFR02 Výkon při načítání geografických dat: Systém bude opti-
malizován pro rychlé načítání geografických dat, aby uživatelé nečekali
příliš dlouho na jejich zobrazení...3. NFR03 Validace dat: Systém bude provádět validaci dat, aby zajistil
jejich správnost a konzistenci při manipulaci s nimi...4. NFR04 Zpracování více souborů: Systém bude schopen pracovat až
s 5 excel nebo csv soubory současně.

5.2.3 Use case diagram

Use Case diagramy a Unified Modeling Language (UML) jsou nástroje pou-
žívané v softwarovém inženýrství pro vizualizaci a specifikaci požadavků na
systém. UML je standardizovaný modelovací jazyk, který poskytuje grafické
notace pro vytváření abstraktních modelů systémů. Use Case diagramy kon-
krétně slouží k zobrazení interakcí mezi uživateli (aktéry) a systémem, což

72



................................ 5.2. Přechod k požadavkům

pomáhá lépe pochopit funkčnost a požadavky systému. Tyto nástroje jsou
užitečné pro komunikaci mezi vývojáři a ostatními zainteresovanými stranami
v projektu.[36]

Z formulace funkčních a nefunkčních požadavků vychází náš diagram na
obrázku 5.1. Tento diagram popisuje funkční požadavky z pohledu uživatele
a systému, které jsou detailně popsané v předchozích částech. Funkční po-
žadavky identifikují, jaké činnosti a funkce má systém provádět, aby splnil
požadavky uživatelů.

Obrázek 5.1: Use Case diagram poskytující přehled o funkcích systému z pohledu
uživatelů a systému.

Tento Use Case diagram poskytuje přehled o funkcích systému z pohledu
uživatelů a systému a slouží jako základ pro další detailní návrh a implementaci
systému [37]. Byl vytvořen pomocí nástroje Enterprise Architect1, který je
běžně používán pro modelování UML diagramů.

1https://sparxsystems.com/
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5. Analýza požadavků a návrh aplikace...........................
Uživatel

Typickým uživatelem této aplikace je někdo, kdo se dostal k oblasti datové
analýzy a není si jistý, zda ho tato oblast zajímá natolik, aby v ní pokračoval.
Tito uživatelé se často obávají používat složitější nástroje jako Power BI nebo
Tableau a zároveň neumí programovat v jazycích jako je Python. Mohou to
být také uživatelé, kteří potřebují pouze základní grafy a analýzy, ale nechtějí
využívat složitější nástroje nebo Microsoft Excel, který pro ně není optimální.

Předpokládá se, že uživatel má alespoň základní znalosti práce s počítačem.
Aplikace je navržena tak, aby byla intuitivní a snadno použitelná, což umož-
ňuje uživatelům provádět základní analýzy a vizualizace dat bez nutnosti
hlubokých technických znalostí.

5.3 Architektonický návrh

Architektonický návrh systému je klíčovým krokem při vývoji softwarového
produktu. Zahrnuje definici struktury systému a rozložení jeho komponent
tak, aby byl dosažen požadovaný výkon, škálovatelnost a udržovatelnost. V
této části se zaměříme na dva důležité aspekty architektonického návrhu:
Diagram tříd a Wireframes.

5.3.1 Diagram tříd

Diagram tříd je jedním z nejdůležitějších nástrojů v oblasti softwarového
inženýrství, který slouží k vizualizaci struktury systému na úrovni tříd a jejich
vztahů. Tento diagram zobrazuje třídy systému, jejich atributy, metody a
vztahy mezi nimi, jako jsou asociace, dědičnost nebo agregace. Diagram tříd
poskytuje přehled o organizaci kódu a umožňuje vývojářům lépe porozumět
a spravovat systém.

Diagram tříd je vytvořen také pomocí nástroje Enterprise Architect a
poskytuje vizuální reprezentaci tříd, jejich atributů, metod a vztahů v sys-
tému.[38]
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.................................5.3. Architektonický návrh

Obrázek 5.2: Diagram tříd aplikace.

Diagram tříd na obrázku 5.2 zobrazuje strukturu a návrh naší aplikace
pro datovou analýzu. Následuje detailní popis klíčových tříd a jejich rolí v
systému:

DataScienceApp - Jako hlavní třída aplikace přebírá koordinační a řídící
funkce. Odpovídá za inicializaci, správu záložek a ostatních komponent, a
stává se tak centrálním bodem pro interakce s dalšími moduly.

GraphingTools - Specializuje se na vytváření statistických vizualizací.
Nabízí metody pro generování grafů a statistik, což usnadňuje interpretaci
dat.

AdvancedAnalytics - Tato třída rozšiřuje možnosti aplikace o pokročilé
analytické funkce jako je lineární regrese a korelační analýza.

TutorialManager - Spravuje interaktivní návody a scénáře, které nejen
usnadňují uživatelům orientaci v aplikaci, ale také pomáhají naučit se zákla-
dům datové analýzy. Tímto způsobem zvyšuje uživatelský komfort a snižuje
čas potřebný na naučení se ovládání systému.

DataHandling - Podpůrná třída zjednodušující import dat.
CustomTable - Umožňuje efektivní prohlížení a analýzu dat v tabulkové

formě.
Utils - Třída obsahující pomocné funkce, jako jsou ukládání grafů a zobra-

zování nápověd. Tyto funkce podporují hlavní operace systému a usnadňují
běžné úlohy.
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5. Analýza požadavků a návrh aplikace...........................
5.3.2 Wireframes

Pro návrh wireframů byl použit nástroj Figma2, který umožňuje vytvářet
low fidelity návrhy. Low fidelity wireframy jsou základní náčrty uživatelského
rozhraní, které se zaměřují na rozložení a funkčnost, aniž by se zabývaly
grafickým designem nebo detaily. Tyto návrhy jsou užitečné pro rychlou
iteraci a diskusi o základních prvcích a struktuře uživatelského rozhraní.

Wireframy, které jsou představeny v této sekci na obrázcích 5.3 až 5.7,
jsou navrženy s ohledem na klíčové funkční požadavky systému a zaměřují se
na jednoduchost rozvržení, aby byly co nejvíce uživatelsky přívětivé. Tato
základní vizuální reprezentace uživatelského rozhraní ukazuje, jak by mohly
jednotlivé komponenty aplikace vypadat a fungovat.

Použití wireframů v této fázi návrhu vychází z potřeby rychle iterovat a
testovat různé návrhy rozvržení a funkčnosti uživatelského rozhraní. Vycházeli
jsme také z analýzy existujících nástrojů a snahy, aby naše aplikace byla
intuitivní a snadno použitelná pro uživatele.

První wireframe (obrázek 5.3) ukazuje záložku s otevřenou tabulkou, kde
budou data po nahrání z Excelu nebo CSV. Uživatel zde uvidí data, bude si
je moci seřadit nebo upravit, a poté po kliknutí na tlačítko „Zobrazit graf“
nebo „Zobrazit statistiky“ vytvořit různé typy grafů nebo zobrazit základní
statistiku.

Obrázek 5.3: Wireframe zobrazení tabulky a základních funkcí.

2urlhttps://www.figma.com/
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.................................5.3. Architektonický návrh

Druhý wireframe (obrázek 5.4) ukazuje popup okno pro tvorbu grafu, kde
si uživatel vybere typ grafu a následně sloupce pro osu X a Y. Po výběru
může generovat graf nebo zobrazit nápovědu ke grafům.

Obrázek 5.4: Wireframe vytváření grafu.

Třetí wireframe (obrázek 5.5) ukazuje záložku pokročilé analýzy. Uživatel
zde uvidí všechny aktuálně nahrané soubory, na kterých může provádět
pokročilejší analýzy jako lineární regrese a korelace nebo spojovat tabulky. V
závislosti na výběru akce se mu bude upravovat volba sloupců.

Obrázek 5.5: Wireframe zobrazení záložky pokročilé analýzy.
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5. Analýza požadavků a návrh aplikace...........................
Čtvrtý wireframe (obrázek 5.6) ukazuje záložku s tutoriály. Uživatel zde má

na výběr základní návody, které ho provedou od nahrání dat do aplikace přes
tvorbu grafů po složitější analýzu, nebo scénáře, což budou naše hypotézy,
které si uživatel může projít s krátkým popiskem a vysvětlením.

Obrázek 5.6: Wireframe zobrazení menu s návody.

Poslední wireframe (obrázek 5.7) je ukázka zobrazeného scénáře. Uživatel
zde bude mít krátký popisek k danému bodu scénáře a bude moci vrátit se
zpět nebo pokračovat na další bod.

Obrázek 5.7: Wireframe zobrazení jednoho návodu nebo scénáře.

5.4 Volba technologií

Při vývoji softwarové aplikace je klíčové zvolit správné technologie, které
nejen usnadní vývoj a budoucí údržbu, ale také zajistí, že aplikace bude
splňovat všechny funkční i nefunkční požadavky.
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5.4.1 Volba programovacího jazyka

Pro tento projekt byl vybrán Python, což je vysokoúrovňový programovací
jazyk, který je široce preferován pro svou čitelnost, jednoduchost a obrovský
ekosystém knihoven. Python je ideální pro rychlý vývoj a prototypování, což
je zásadní v dynamickém prostředí datové analýzy. Jak bylo uvedeno v úvodní
části2.1.2, Python je vhodný nástroj pro datovou analýzu díky své schopnosti
rychle zpracovávat data a poskytovat rozsáhlé možnosti vizualizace a analýzy
dat.[39]

Výběr jazyka jsem především omezil na Python a Java, jelikož s těmito
jazyky mám nejvíce zkušeností. Kromě těchto hlavních možností jsem zvážil i
další alternativy, ale nakonec byl preferován Python, protože jsme ho používali
v předmětu Základy datových analýz na naší univerzitě. Python se ukázal
být obzvláště vhodný pro manipulaci s daty a jejich analýzu, což bylo klíčové
pro úspěch tohoto projektu.[40]

Výhody:

.Velká komunita a podpora.

. Rozsáhlé knihovny pro vědecké výpočty a datovou analýzu.

. Jednoduchý syntax, který zjednodušuje učení a vývoj.

Tento výběr zajišťuje, že vývoj bude nejen efektivní, ale i přístupný díky
široce dostupným zdrojům a komunitní podpoře, což umožňuje rychlé řešení
problémů a integraci nových funkcí.

Alternativy[41]:

.R: Speciálně zaměřen na statistické výpočty, ale s menší flexibilitou v
oblasti obecného softwarového vývoje.

. Java: Vhodnější pro velké, distribuované systémy, ale s větší složitostí
vývoje a pomalejším prototypováním.

.C++: Vysoce výkonný jazyk vhodný pro systémové programování a
aplikace vyžadující intenzivní výpočty, ale s komplexnějším syntaxem a
vyššími nároky na správu paměti.
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5. Analýza požadavků a návrh aplikace...........................
5.4.2 Volba GUI knihoven

Pro uživatelské rozhraní byla vybrána kombinace Tkinter a TTK (themed
Tkinter). Tkinter je standardní GUI knihovna pro Python, která umožňuje
rychlý vývoj desktopových aplikací.[42]

Výhody:

. Jednoduché a přímočaré API.

. Integrované ve standardní knihovně Pythonu, nevyžaduje externí závis-
losti.

.TTK poskytuje vylepšené a vizuálně atraktivnější widgety jako nadstavbu
k Tkinteru.

Nevýhody:

.Tkinter má relativně omezené možnosti designu a neposkytuje tak bo-
hatý výběr widgetů jako některé jiné GUI knihovny. Toto může omezit
estetickou stránku a funkční rozsah aplikací, které vyžadují složitější
uživatelské rozhraní.

Alternativy:

.Qt (pomocí PyQt nebo PySide): Nabízí bohatší funkcionality a lepší
vzhled. Tento framework je však náročnější na integraci, protože vyžaduje
dodatečné závislosti a konfigurace.

.wxPython: Dobrá podpora pro nativní vzhled a chování na různých
operačních systémech. Je méně populární než Qt kvůli menší komunitě
a omezené dokumentaci, což může zpomalit vývoj a řešení problémů.

Tato volba byla provedena s ohledem na potřebu jednoduchého a rychlého
vývoje aplikace, i přes některá omezení Tkinteru v oblasti designu a rozsahu
widgetů.
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5.4.3 Volba dalších knihoven

Projekt využívá širokou škálu Python knihoven, které poskytují robustní
nástroje pro datovou analýzu a vizualizaci.[43].Pandas: Nezbytná pro manipulaci s daty a analýzu..NumPy: Základ pro numerické výpočty v Pythonu..Matplotlib a Seaborn: Pro výkonné vizualizace dat.. Scikit-learn: Pro lineární regrese..GeoPandas a Contextily: Pro práci s geografickými daty a mapami..GeoPy: Pro geokódování světových lokací z názvů měst..Pillow (PIL): Pro zpracování obrazu.

Výhody:.Tyto knihovny jsou dobře udržované a mají silnou komunitní podporu.. Společně poskytují silný základ pro téměř jakoukoli potřebu datové
analýzy a vizualizace.

Alternativy:. Pro datovou analýzu mohou být alternativou balíčky v R, jako jsou
ggplot2 pro vizualizace a dplyr pro manipulaci s daty.. Pro interaktivní vizualizace může být alternativou Plotly.

Tyto technologické volby poskytují robustní základ pro vývoj našeho pro-
jektu, zajišťují efektivitu vývoje, udržitelnost a rozšiřitelnost aplikace.
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Kapitola 6
Vývoj aplikace

V této kapitole se věnuji procesu implementace aplikace, která byla navržena
na základě požadavků a návrhu uvedených v předchozích kapitolách. Popíši
použité technologie a programovací nástroje, které byly zvoleny pro vývoj
backendové a frontendové části aplikace, a dále se zaměřím na architekturu a
klíčové komponenty systému.

6.1 Použité technologie

Vývoj aplikace byl založen na programovacím jazyku Python, což bylo
zvoleno kvůli jeho vynikající podpoře pro různé knihovny, které jsou klíčové
pro datovou analýzu a zpracování dat, jak bylo popsáno v předchozí kapitole
5.4. Pro backend aplikace byly využity specifické Python knihovny, které
umožňují efektivní manipulaci s daty a jejich analýzu. Mezi hlavní použité
knihovny patří Pandas pro manipulaci s daty, NumPy pro numerické
výpočty, a Matplotlib a Seaborn pro vizualizace dat.

Pro vývoj frontendu byl použit Python s grafickými knihovnami Tkinter
a TTK, které poskytují nástroje pro tvorbu desktopových aplikací s grafickým
uživatelským rozhraním. Tyto knihovny byly zvoleny pro jejich jednoduchost
a efektivitu ve vytváření standardních GUI komponent, což usnadňuje rychlý
vývoj a implementaci uživatelského rozhraní.

Celý vývojový proces byl spravován pomocí verzovacího systému Git1, s
kódem hostovaným na platformě GitLab2, což umožňuje efektivní správu
verzí a spolupráci na projektu. Použití GitLabu také podporuje kontinuální
integraci a nasazování, což je zásadní pro udržení kvality kódu a efektivitu
vývojových cyklů.

Pro vývoj bylo využito vývojové prostředí JetBrains PyCharm3, které
poskytuje rozsáhlé nástroje pro psaní Python kódu, ladění, testování a správu
projektů. PyCharm byl zvolen pro jeho pokročilé funkce, které značně zvyšují
produktivitu vývoje, včetně inteligentního dokončování kódu, analýzy kvality
kódu a integrace s verzovacími systémy.

1https://git-scm.com
2https://gitlab.com
3https://www.jetbrains.com/pycharm/
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6. Vývoj aplikace ....................................
Tato kombinace technologií byla zvolena pro jejich osvědčené schopnosti v

oblasti rychlého vývoje, spolehlivosti a podpory pro realizaci požadovaných
funkcionalit aplikace.

6.2 Architektura aplikace

Aplikace využívá architektonický vzor, který je inspirován modelem Model-
View-Controller (MVC), ale byl upraven tak, aby lépe vyhovoval potřebám a
specifikám datové analýzy. Tento přizpůsobený přístup umožňuje efektivnější
manipulaci s daty a jejich vizualizaci.

6.2.1 Modifikace MVC architektury

Tradiční MVC vzor odděluje logiku aplikace (kontroler), uživatelské rozhraní
(pohled) a datovou vrstvu (model) do striktně oddělených komponent.[44] V
našem případě tuto roli zčásti plní třída DataScienceApp, která funguje
převážně jako hlavní kontroler, ale zároveň obsahuje prvky modelu a view. Tato
třída zajišťuje manipulaci s daty a jejich zobrazování v různých uživatelských
záložkách, což umožňuje centralizované řízení aplikace.

Třídy jako GraphingTools, TutorialManager, a AdvancedAnalytics
jsou primárně zaměřeny na vizualizaci dat (view), ale také zahrnují určité
aspekty modelu, protože přímo manipulují s daty nebo obsahují logiku pro
interpretaci datových setů.

Tato struktura a rozdělení funkcionalit jsou vizuálně reprezentovány v class
diagramu, který je zobrazen na obrázku 5.2. Diagram ukazuje, jak jednotlivé
komponenty interagují a spolupracují k dosažení funkcionalit aplikace.

6.3 Realizace komponent

Každá třída v diagramu představuje specifickou část aplikace a má své unikátní
odpovědnosti, které jsou propojeny s požadavky na systém a zajišťují efektivní
fungování aplikace.

6.3.1 DataScienceApp

DataScienceApp funguje jako centrální kontrolní jednotka celé aplikace. Je
navržena tak, aby sloužila jako hlavní kontroler, koordinující všechny hlavní
operace mezi uživatelským rozhraním a datovými moduly. Tato třída drží
reference na všechny ostatní moduly, jako jsou GraphingTools, Advance-
dAnalytics, a TutorialManager, a řídí jejich interakce a správu dat.
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................................. 6.3. Realizace komponent

Klíčové funkce

Mezi klíčové funkce patří:. Inicializace a správa modulů: DataScienceApp inicializuje všechny
potřebné moduly při spuštění aplikace a udržuje jejich reference pro
snadné volání jejich funkcí..Vytváření a zavírání záložek: Umožňuje dynamické vytváření a zaví-
rání záložek v uživatelském rozhraní, což zvyšuje flexibilitu a uživatelský
komfort při práci s aplikací..Delegace operací: Jako hlavní kontroler deleguje DataScienceApp
specifické úkoly ostatním modulům, například vyžádání generování grafu
od GraphingTools nebo zahájení analýzy od AdvancedAnalytics.

Výzvy a rozhodnutí

Při implementaci bylo klíčové správně rozhodnout, jaká data a podpory
potřebují jednotlivé moduly pro jejich efektivní funkci. DataScienceApp
musí efektivně zpracovávat a distribuovat data mezi moduly, zajišťujíc tím, že
každý modul má přístup k informacím potřebným pro jeho operace. Hlavní
výzvou bylo zajištění modularity a rozšiřitelnosti bez narušení celkové stability
aplikace.

Integrace s ostatními moduly

DataScienceApp slouží jako hlavní most mezi uživatelským rozhraním a
backendovými operacemi, zajišťujíc, že všechny komponenty aplikace mohou
efektivně komunikovat a synchronizovat své činnosti. Tato integrace je klíčová
pro hladký běh aplikace a její schopnost reagovat na uživatelské vstupy v
reálném čase.

6.3.2 GraphingTools

Komponenta GraphingTools představuje jednu z nejsložitějších částí apli-
kace, zaměřující se na generování různých typů grafů a statistických vizualizací.
Tato třída zahrnuje široké spektrum funkcí od jednoduchých lineárních grafů
až po složité geografické vizualizace.

Modularizace a rozvoj

Původní implementace byla založena na jedné centrální funkci, která řídila
generování všech typů grafů. Tento přístup vedl k nepřehlednosti kódu a kom-
plikoval údržbu a rozvoj aplikace. V reakci na tuto situaci byl kód přepracován
do modulárnější struktury, kde každý typ grafu má nyní svou dedikovanou
metodu. Tyto metody jsou následně koordinovány prostřednictvím jedné
nadřazené metody, která zajišťuje správný výběr a generování požadovaného
grafu v závislosti na uživatelském vstupu.
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6. Vývoj aplikace ....................................
Výzvy s geografickými grafy

Zejména realizace geografických grafů představovala významnou výzvu. Bylo
nutné implementovat funkcionalitu, která umožňuje převod názvů měst na
geografické souřadnice zeměpisné šířky a délky, formát vyžadovaný knihov-
nou pyplot pro správnou vizualizaci. Dále se ukázalo jako náročné najít
vhodnou knihovnu, která by poskytla mapové podklady, na které mohou být
data efektivně vykreslena. Původní implementace bez této integrace vedla k
zobrazení grafů na bílém pozadí bez jakýchkoli mapových orientačních bodů,
což snižovalo informativní hodnotu vizualizací.

V rámci této implementace jsem nejprve zkoušel využít knihovnu Plotly
a její funkci scatter_map, avšak narazil jsem na několik problémů. Mapa
nevykreslovala jednotlivé země zvlášť, ale spíše zobrazovala celý svět nebo
velké regiony, což nebylo vhodné pro vizualizaci měst. Tato omezení vedla k
nedostatečné úrovni detailů grafů.

Následně jsem se rozhodl použít knihovnu tkintermapview4, která umož-
ňuje snadné vykreslování bodů na mapě přímo v aplikaci Tkinter. Nicméně,
tato knihovna neumožňuje vytváření bublin, pouze bodů. I když toto nebylo
ideální, zjistil jsem, že by bylo lepší mít interaktivnější a vizuálně přitažlivější
funkci.

Proto jsem přešel na knihovnu Folium, která umožňuje vytváření map v
HTML a nabízí pokročilé možnosti vizualizace, včetně bublin a interaktivních
prvků. Nicméně integrace HTML výstupu do aplikace Tkinter se ukázala jako
problematická, protože aplikace nedokázala správně zobrazit HTML soubor
přímo v rozhraní Tkinter. Toto vedlo k prázdnému nebo bílému oknu.

Jako nejrozumnější řešení jsem nakonec zvolil otevření vygenerované mapy
ve webovém prohlížeči. Toto řešení, i když není ideální, poskytuje nejlepší
funkčnost a uživatelskou přívětivost z pohledu kvality a přehlednosti vizuali-
zovaných dat. Uživatel má možnost interagovat s mapou přímo v prohlížeči,
což zajišťuje lepší zážitek a přehled o geografických datech.

Díky využívání bezplatného API pro geokódování trvá převod geografických
dat delší dobu, což způsobuje prodlevu při načítání dat do aplikace. Alter-
nativní možnosti zahrnovaly použití Google Geocoding API nebo offline
databáze jako SimpleMaps5. Google API je však placené a verze zdarma
od SimpleMaps obsahuje pouze zlomek měst, což by omezilo funkcionalitu
aplikace.

Optimalizace a údržba

Rozdělení funkcionality tvorby grafů do jednotného kontroleru a specific-
kých metod pro každý typ grafu usnadnilo údržbu kódu, jeho organizaci
a testování. Tento přístup také zjednodušil integraci nových typů grafů a
nástrojů do komponenty GraphingTools, což vedlo k významnému zlepšení
její funkčnosti.

4https://github.com/TomSchimansky/TkinterMapView
5https://simplemaps.com/data/world-cities
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................................. 6.3. Realizace komponent

6.3.3 AdvancedAnalytics

Komponenta AdvancedAnalytics je zásadní pro provádění pokročilých
analytických operací, jako jsou regresní analýzy a korelace. Tato část aplikace
je navržena tak, aby uživatelům poskytovala hlubší statistické náhledy a
umožňovala jim vytvářet složitější modely datových vztahů.

Hlavní funkce.Regresní analýzy: Umožňují uživatelům modelovat vztahy mezi pro-
měnnými a predikovat hodnoty závislých proměnných..Korelační analýzy: Poskytují metody pro výpočet statistických korelací,
což pomáhá identifikovat vztahy mezi různými veličinami.

Výzvy a řešení

Jednou z klíčových výzev při implementaci statistických funkcí bylo zajištění,
že systém správně zpracovává a vizualizuje data. Bylo zásadní implementovat
robustní kontrolu vstupů, aby se předešlo situacím, kdy by nečíselné nebo ne-
správně formátované hodnoty mohly narušit analytické procesy. Tato kontrola
je zavedena, protože práce s nečíselnými hodnotami je komplexní a vyžaduje
pokročilé metody pro správné zpracování dat. Řešení tedy spočívá ve filtraci
vstupních dat tak, aby byly do analýz přijímány pouze validní a správně
formátované hodnoty, což značně zjednodušuje další analytické zpracování a
zvyšuje spolehlivost výsledků.

Využití

AdvancedAnalytics představuje klíčový prvek aplikace, který značně rozši-
řuje její analytické schopnosti. Tato komponenta poskytuje uživatelům mocné
nástroje pro rozbor a interpretaci dat, zatímco zůstává přístupná a snadno
použitelná.

6.3.4 TutorialManager

TutorialManager je klíčová komponenta aplikace, která se zabývá správou
a zobrazením návodů a scénářů. Jejím hlavním účelem je usnadnit uživatelům
orientaci v aplikaci a poskytnout jim praktické návody na její používání.

Správa obsahu

Texty k návodům a scénářům jsou uloženy ve vlastním souboru, což umožňuje
snadnější správu a údržbu těchto materiálů. Tato centralizace obsahu zjedno-
dušuje aktualizace a změny, jelikož veškeré úpravy se provádějí na jednom
místě, což zvyšuje efektivitu a snižuje riziko nekonzistence v návodech.
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6. Vývoj aplikace ....................................
Funkce a realizace

TutorialManager načítá texty návodů a scénářů při spuštění aplikace a
poskytuje uživatelům přístup k těmto informacím přes uživatelské rozhraní.

Výzvy při implementaci

Obsahová náročnost byla jednou z hlavních výzev při vývoji TutorialMa-
nager. Příprava textů a podkladů, které byly nezbytné pro návody a scénáře,
vyžadovala pochopení datové analýzy a funkcionality aplikace. Texty mu-
sely být srozumitelné, informativní a užitečné, aby skutečně přispívaly ke
vzdělávání uživatelů.

Využití

TutorialManager zlepšuje použitelnost aplikace tím, že novým a stávajícím
uživatelům poskytuje návody k používání aplikace. Tato komponenta hraje
zásadní roli v procesu výuky základům datové analýzy.

6.3.5 Další Komponenty Aplikace

Kromě hlavních analytických a vizualizačních modulů, aplikace obsahuje
několik dalších klíčových komponent, které zajišťují její funkčnost a uživatelský
komfort.

DataHandling

Komponenta DataHandling je zodpovědná za import a validaci dat. Tato
třída umožňuje uživatelům nahrávat data z excelovských tabulek a CSV
souborů a zajišťuje jejich validaci, aby byla zajištěna jejich správnost a
konzistence. Efektivní správa dat je základem pro správnou funkcionalitu celé
aplikace.

Utils

Komponenta Utils obsahuje soubor pomocných funkcí, které jsou využívány
napříč různými moduly aplikace. Tyto funkce zahrnují například ukládání
grafů, formátování dat a další operace, které jsou nezbytné pro správnou
funkci a udržitelnost aplikace. Umístění těchto funkcí do samostatného modulu
zvyšuje modularitu a udržitelnost kódu.

ToolTip

Třída ToolTip je navržena tak, aby poskytovala kontextové nápovědy uživate-
lům během používání aplikace. Tato funkce je klíčová pro zvýšení uživatelské
přívětivosti a pomáhá novým uživatelům rychleji se seznámit s funkcemi
aplikace. Nápovědy jsou zobrazovány dynamicky v závislosti na kontextu, ve
kterém se uživatel nachází.
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CustomTable

Komponenta CustomTable snižuje možnosti práce s tabulkami v knihovně
PandasTable jako například filtraci dat. Nicméně, díky CustomTable je
uživatel schopen přesouvat sloupce v tabulce, řadit tabulku podle abecedy v
případě textových buněk nebo podle hodnot v případě číselných buněk, a to
buď od nejvyšší po nejnižší, nebo od nejnižší po nejvyšší. Tato komponenta
však neumožňuje pokročilejší filtraci dat, jako je selektování specifických
hodnot nebo aplikace složitějších filtračních kritérií.

6.4 Shrnutí implementace

V rámci implementace bylo úspěšně dosaženo většiny z počátečně stanovených
cílů projektu. Aplikace nyní umožňuje nahrávání dat, jejich zobrazení v
tabulkové formě, provádění statistických analýz a ukládání výsledků analýz
ve formě grafů.

Byly však zaznamenány značné obtíže při pokusu o implementaci dyna-
mického filtrování dat přímo v aplikaci. Kvůli omezením v čase a technickým
výzvám spojeným s integrací této funkcionality do stávajícího systému bylo
rozhodnuto, že tato funkce nebude přidána. Technické výzvy zahrnovaly slo-
žitost dokumentace funkcionalit tabulek v knihovně Pandas, kde se nedařilo
správně propojit různé funkce, což vedlo k nesprávnému řazení dat a dalším
chybám. To vyžaduje, aby uživatelé prováděli předzpracování a filtrování dat
samostatně před jejich nahráním do aplikace. Ačkoliv to není ideální, aplikace
i bez této funkce funguje bez větších problémů.

Dalším významným omezením, se kterým se aplikace potýká, je rychlost a
optimalizace při zpracování geografických dat. Problémy s latencí, které se
objevují při načítání velkých geografických dat z externích knihoven, mohou
negativně ovlivnit uživatelský zážitek, zejména při manipulaci s rozsáhlými
datovými sadami. Alternativní variantou bylo využití offline databáze, avšak
bezplatná verze obsahuje pouze několik hlavních měst, což není využitelné.
Placená verze, například z SimpleMaps6, se pohybuje od 200 do 500 dolarů.
Další možností bylo využití Google Geo API7, které si účtuje poplatky na
základě počtu volání. Při malém využití do 100 000 žádostí měsíčně to vychází
na 5 dolarů za 1000 žádostí, a při větším využívání cena za 1000 volání klesá.
Vzhledem k tomu, že se jedná o jednoduchý nástroj, toto omezení není zásadní
a aplikace zůstává funkční a užitečná.

Navíc bylo zavedeno omezení na načítání maximálně pěti excelovských a
CSV souborů současně. Toto omezení bylo implementováno, aby se zajistilo,
že uživatelé nepřekročí paměťový limit jejich počítačů, což by mohlo vést
k nestabilitě nebo pádu aplikace pod velkým objemem dat. Tato opatření
pomáhají udržovat stabilitu a spolehlivost aplikace i při práci s velkými sady
dat.

6https://simplemaps.com/data/world-cities
7https://developers.google.com/maps/documentation/geocoding/

usage-and-billing
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6. Vývoj aplikace ....................................
Tyto komponenty dohromady tvoří robustní základ, který podporuje hlavní

analytické a vizualizační funkce aplikace a zároveň zvyšuje její celkovou uživa-
telskou přívětivost a flexibilitu. Vzhledem k tomu, že aplikace je zaměřena na
základní analytické úkony, uvedená omezení zásadně neovlivňují její celkovou
funkčnost a použitelnost.
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Kapitola 7
Testování a validace

Tato kapitola se zaměřuje na testování a validaci systému pro zajištění jeho
kvality a spolehlivosti. Kombinujeme end-to-end (E2E) testování s manuálním
uživatelským testováním, aby byla ověřena funkčnost systému. Uživatelé
procházejí scénáři pokrývající hlavní funkce aplikace, jako je nahrávání dat,
analýza, vizualizace a export výsledků. Testování je založeno na hypotézách
uvedených v kapitole 4 a zahrnuje i testování pokročilých analýz.

Výsledky testování poskytují klíčové informace o uživatelské zkušenosti a
identifikovaných chybách, které jsou následně řešeny. Tato kapitola rovněž
porovnává výsledky naší aplikace s výsledky z Power BI, aby byla ověřena
její přesnost a spolehlivost.

7.1 Testovací strategie

End-to-end (E2E) testování je technika, která testuje celý softwarový produkt
od začátku do konce, aby bylo zajištěno, že aplikační tok se chová podle
očekávání a že všechny integrované části pracují společně, jak mají. Hlavním
účelem E2E testování je simulace reálných uživatelských scénářů a validace
systému z pohledu koncového uživatele. Softwarové systémy jsou složité a
propojené s mnoha subsystémy, a pokud některý z těchto subsystémů selže,
může to způsobit selhání celého systému. Toto riziko lze minimalizovat pomocí
end-to-end testování, které zajišťuje integritu a spolehlivost celého systému
[45].

Naše testovací strategie je založena na kombinaci end-to-end testování a
manuálního uživatelského testování. Automatizované testy nebyly prováděny,
protože výstupy aplikace jsou především grafy a tabulky, které bylo jednodušší
kontrolovat ručně. Místo toho jsme prováděli manuální uživatelské testy, při
kterých skuteční uživatelé prošli celou aplikaci podle vytvořených scénářů
pro datovou analýzu a poté měli možnost aplikaci prozkoumat podle svého
uvážení. Tento přístup nám umožnil konzultovat funkčnost, design a další
aspekty přímo s uživateli, což poskytlo cennou zpětnou vazbu a umožnilo
odhalit a opravit potenciální problémy v systému, což vedlo ke zlepšení celkové
kvality a uživatelské přívětivosti aplikace.
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7.1.1 Průběh testování

Testy byly klíčové pro ověření, jak skuteční uživatelé interagují s aplikací a jak
intuitivní a efektivní je jejich zkušenost. Během těchto testů měli respondenti
za úkol projít scénáře a návody, které jsme navrhli tak, aby pokryly všechny
hlavní funkčnosti systému, včetně nahrávání dat, provádění analýz, vizualizace
a exportu výsledků.

Testování byly založeno na hypotézách z kapitoly 4 a doplněno o testování
všech typů grafů a prvků pokročilé analýzy, které hypotézy nepokrývaly.
Respondenti byli z řad spolužáků, studentů a kamarádů a se všemi jsme si
dali schůzku buď prezenčně, nebo online. Během těchto schůzek jsme společně
prošli dané scénáře a návody. Po dokončení scénářů měli uživatelé možnost
volně prozkoumat aplikaci podle svého uvážení. Tento přístup poskytl cennou
zpětnou vazbu a umožnil nám okamžitě diskutovat zjištěné poznatky a návrhy
na zlepšení. Na základě těchto poznámek byly provedeny následné úpravy a
opravy aplikace.

7.2 Výsledky testování

Výsledky uživatelských testů byly analyzovány a poskytly klíčové informace o
uživatelské zkušenosti a o potenciálních chybách v systému. Zjištěné problémy
byly kategorizovány podle své závažnosti a vývojářský tým je postupně řešil.
Tyto informace byly zásadní pro další iterace vývoje a pro zlepšování celkové
kvality a funkčnosti aplikace.

Při testování byly objeveny některé chyby ve funkčnosti aplikace. Nejvý-
znamnější problém byl u geografických grafů, kde při nulové hodnotě grafu se i
přesto propisoval záznam do grafu a vytvářel největší bublinu, což zkreslovalo
výsledky. Tento problém byl následně opraven. Dále byly nalezeny chyby při
ošetřování vstupů, kde byly očekávány pouze číselné hodnoty, což při zadání
nečíselných hodnot způsobovalo nepředvídatelné chování.

Co se týče designu, některým uživatelům přišel jednoduchý a přehledný,
jiným až příliš strohý a nehezký. Snažil jsem se design vylepšit, ale nebyl jsem
s výsledky spokojen, takže jsem jej nechal v původní verzi.

Uživatelé si také stěžovali na nepřehlednosti v některých grafech, zejména
ve sloupcovém grafu, kde se při více vstupních veličinách hodnoty vykreslovaly
příliš blízko sebe a graf se stával nepřehledným. Tento problém byl vyřešen
oddálením hodnot, což zlepšilo čitelnost grafu. Obrázek 7.1 ukazuje původní
verzi grafu před změnou, zatímco obrázek 7.2 zachycuje vylepšený graf po
úpravě.
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Obrázek 7.1: Sloupcový graf před změnou

Obrázek 7.2: Sloupcový graf po změně

Proběhla také úprava některých textů v návodech. Více chyb při testování
nebylo odhaleno.

7.3 Validace hypotéz pomocí vlastní aplikace

V této části se zaměříme na ověření, zda naše aplikace dokáže vytvořit stejné
nebo podobné výsledky jako Power BI. Použijeme dříve stanovené hypotézy
a provedeme jejich analýzu v naší aplikaci. Výsledky z naší aplikace budou
následně porovnány s výsledky získanými pomocí Power BI, aby se ověřila
přesnost a spolehlivost naší aplikace. Nezaměříme se zde na obsah samotné
analýzy, který byl podrobně popsán v kapitole 4, ale na vygenerované obrázky
grafů a tabulek vytvořené naší aplikací a na závěr každé hypotézy popíšeme,
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7. Testování a validace..................................
zda se podařilo dosáhnout podobných grafů, tabulek a zobrazení jako v Power
BI, nebo zda se v něčem výrazně liší.

Analýza dat vychází ze stejných tabulek, které byly použity v kapitole 4.
Tím je zajištěno, že porovnáváme stejné datové sady a můžeme přesně posoudit
schopnosti naší aplikace ve srovnání s Power BI.

7.3.1 Hypotéza 1: Trendy ve vývoji počtu studentů v čase

Grafy a tabulky vytvořené naší aplikací

Na obrázku 7.3 je zobrazen počet studentů vysokých škol v letech 2001 až
2022, který byl vytvořen pomocí naší aplikace. Tento graf ukazuje, že počet
studentů rostl do roku 2010, kdy dosáhl vrcholu, a následně začal klesat. Od
roku 2018 můžeme pozorovat mírný nárůst, který pokračuje až do roku 2022.

Obrázek 7.3: Vývoj počtu studentů vysokých škol v letech 2001-2022

Na obrázku 7.4 je zobrazen počet narozených dětí v daných letech, vytvořený
pomocí naší aplikace. Tento graf poskytuje kontext pro predikci možného
počtu potenciálních studentů.

Obrázek 7.4: Počet narozených dětí v daných letech
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Na obrázku 7.5 je porovnán celkový počet studentů s odhadem potenciál-
ních nových studentů, založeným na demografických datech. Tento graf byl
vytvořen pomocí naší aplikace.

Obrázek 7.5: Celkový počet studentů vs. potenciální noví studenti

Na obrázku 7.6 je zobrazen počet potenciálních nových studentů ve srovnání
s počtem studentů, kteří se poprvé zapsali do vysoké školy. Tento graf byl
vytvořen pomocí naší aplikace.

Obrázek 7.6: Potenciální noví studenti vs. nově zapsaní studenti
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Na obrázku 7.7 je zobrazen graf s lineární regresní čarou, která ukazuje cel-

kový trend mezi rokem a celkovým počtem studentů. Tento graf byl vytvořen
pomocí naší aplikace.

Obrázek 7.7: Regresní analýza počtu studentů vysokých škol

Na obrázku 7.8 je zobrazen graf regresní analýzy potenciálních nových
studentů, který byl vytvořen pomocí naší aplikace.

Obrázek 7.8: Regresní analýza potenciálních nových studentů
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Porovnání s Power BI

Grafy a tabulky vytvořené naší aplikací vykazují stejné trendy a vzorce jako
grafy vytvořené v Power BI. Hlavní trendy, jako je nárůst nebo pokles počtu
studentů v průběhu let, byly zachyceny s vysokou přesností v obou nástrojích.
Mírné rozdíly v detailech mohou být způsobeny různými metodami vizualizace
dat, ale celkově jsou výsledky velmi podobné. To potvrzuje, že pomocí naší
aplikace jsme schopni replikovat hypotézu 1.

7.3.2 Hypotéza 2: Vztah mezi národností studenta a typem
studia

Na obrázcích 7.9 a 7.10 je zobrazen počet studentů ve formě prezenčního
a kombinovaného studia rozdělený podle českých a zahraničních studentů.
Použili jsme spojnicové grafy pro vizualizaci rozdílů mezi těmito dvěma
skupinami studentů.

Obrázek 7.9: Počet českých studentů ve formě prezenčního a kombinovaného
studia

97



7. Testování a validace..................................

Obrázek 7.10: Počet zahraničních studentů ve formě prezenčního a kombinova-
ného studia

Na obrázcích 7.11 a 7.12 jsou zobrazeny detaily o počtu českých studentů v
jednotlivých stupních studia (bakalářské, magisterské, navazující magisterské
a doktorské) podle formy studia.

Obrázek 7.11: Počet českých studentů ve formě prezenčního studia podle stupně
studia
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Obrázek 7.12: Počet českých studentů ve formě kombinovaného studia podle
stupně studia

Na obrázcích 7.13 a 7.14 jsou zobrazeny detaily o počtu zahraničních
studentů v jednotlivých stupních studia podle formy studia.

Obrázek 7.13: Počet zahraničních studentů ve formě prezenčního studia podle
stupně studia
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Obrázek 7.14: Počet zahraničních studentů ve formě kombinovaného studia
podle stupně studia

Na obrázku 7.15 je zobrazen počet studentů ve formě prezenčního a kombi-
novaného studia pro české i zahraniční studenty dohromady.

Obrázek 7.15: Počet studentů ve formě prezenčního a kombinovaného studia
(čeští a zahraniční studenti dohromady)
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Porovnání s Power BI

Při porovnání grafů vytvořených v Power BI a v naší aplikaci je patrné několik
rozdílů a podobností:

. Grafy z aplikace vykazují podobné trendy jako grafy z Power BI. Napří-
klad počet zahraničních studentů ve formě prezenčního studia vykazuje
vzestupný trend, což je konzistentní v obou sadách grafů.

.V aplikaci jsou grafy prezentovány s čistšími a jednoduššími vizualizacemi,
což může usnadnit interpretaci výsledků. Naopak Power BI poskytuje
více možností pro detailní úpravy a interaktivitu.

. Některé rozdíly v prezentaci dat mohou být způsobeny odlišným přístu-
pem ve volbě vizualizačních technik. Například v některých grafech jsou
mírné odlišnosti ve škálování os a použití barev.

Celkově však obě platformy poskytují konzistentní výsledky, které podporují
hypotézu, že zahraniční studenti preferují prezenční formu studia ve srovnání
s českými studenty.

7.3.3 Hypotéza 3: Geografické rozložení studentů

Na obrázku 7.16 je znázorněno geografické rozložení studentů v roce 2001.

Obrázek 7.16: Geografické rozložení studentů v roce 2001
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Podrobnější pohled na počet studentů v jednotlivých městech v roce 2001

poskytuje obrázek 7.17.

Obrázek 7.17: Počet studentů v jednotlivých městech v roce 2001

Obrázek 7.18 zobrazuje počet studentů v prvních deseti městech v roce
2001.

Obrázek 7.18: Počet studentů v prvních deseti městech v roce 2001
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Podobně je na obrázku 7.19 zobrazeno geografické rozložení studentů v
roce 2022.

Obrázek 7.19: Geografické rozložení studentů v roce 2022

Obrázek 7.20 ukazuje počet studentů v jednotlivých městech v roce 2022.

Obrázek 7.20: Počet studentů v jednotlivých městech v roce 2022
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Obrázek 7.21 zobrazuje počet studentů v prvních deseti městech v roce 2022.

Obrázek 7.21: Počet studentů v prvních deseti městech v roce 2022

Srovnání výsledků

Na základě srovnání grafů z Power BI a vlastní aplikace byly zjištěny násle-
dující rozdíly a podobnosti:

.Podobnosti:

. Obě vizualizace ukazují, že Praha a Brno mají nejvyšší koncentraci
studentů v obou sledovaných letech (2001 a 2022).. Obě aplikace využívají mapy s kruhy různé velikosti pro vizualizaci
geografického rozložení studentů, což umožňuje snadné vizuální
porovnání mezi městy..Data o počtu studentů v jednotlivých městech i v prvních deseti
městech jsou konzistentní mezi oběma aplikacemi, což potvrzuje
správnost zpracování dat.

.Rozdíly:

. Power BI nabízí přesnější a detailnější popisky a legendy a obsahuje
pokročilejší možnosti designu a interaktivity.. Rozdíly v barevných schématech a stylizaci grafů mohou ovlivnit
uživatelský dojem a snadnost čtení.

Závěr

Celkově se výsledky z Power BI a vlastní aplikace shodují v klíčových aspek-
tech geografického rozložení studentů. Hlavní rozdíly jsou spíše vizuálního
a interaktivního charakteru. Vlastní aplikace poskytuje dostatečně přesné a
detailní informace, které jsou klíčové pro analýzu dat a podporu rozhodování.
Nicméně, Power BI nabízí výhodu interaktivity a vizuální přitažlivosti, což
může být výhodné pro prezentace a komunikaci výsledků širšímu publiku.

104



........................ 7.3. Validace hypotéz pomocí vlastní aplikace

7.3.4 Hypotéza 4: Geografické rozložení zahraničních
studentů v České republice

Obrázek 7.22 zobrazuje top 10 měst v roce 2001 podle počtu zahraničních
studentů.

Obrázek 7.22: Top 10 měst s nejvyšším počtem zahraničních studentů v roce
2001

Obrázek 7.23 znázorňuje geografické rozložení zahraničních studentů v roce
2001.

Obrázek 7.23: Geografické rozložení zahraničních studentů v roce 2001
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Obrázek 7.24 zobrazuje top 10 měst v roce 2022 podle počtu zahraničních

studentů.

Obrázek 7.24: Top 10 měst s nejvyšším počtem zahraničních studentů v roce
2022

Obrázek 7.25 znázorňuje geografické rozložení zahraničních studentů v roce
2022.

Obrázek 7.25: Geografické rozložení zahraničních studentů v roce 2022
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Obrázek 7.26 ukazuje vývoj počtu zahraničních studentů v České republice
od roku 2001 do roku 2022.

Obrázek 7.26: Vývoj počtu zahraničních studentů v letech 2001 až 2022

Porovnání s Power BI

Při porovnání vizualizací mezi Power BI a naší aplikací se ukázalo, že data
jsou identická, což potvrzuje správné fungování naší aplikace. Všechny grafy
a tabulky obsahují stejné hodnoty a trendy, což svědčí o konzistentnosti a
spolehlivosti datových zdrojů a analytických postupů používaných v obou
nástrojích.

Co se týká geografických grafů, byly zaznamenány stejné rozdíly jako ty,
které jsou zmíněny v Hypotéze 7.3.3. To znamená, že Praha a Brno dominují
v počtu zahraničních studentů jak v roce 2001, tak v roce 2022, s významným
nárůstem v počtu studentů v průběhu let. Tento trend je v obou nástrojích
zobrazen konzistentně, což potvrzuje správnost a přesnost naší aplikace při
vizualizaci geografického rozložení studentů.

7.3.5 Hypotéza 5: Rozdíl mezi soukromými a veřejnými
školami

Na obrázku 7.27 je tabulka, která zobrazuje data o počtu studentů na veřej-
ných vysokých školách.

Obrázek 7.27: Data o počtu studentů na veřejných vysokých školách
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Obrázek 7.28 znázorňuje počet studentů na veřejných vysokých školách.

Tento graf umožňuje vizuálně sledovat vývoj počtu studentů v průběhu času.

Obrázek 7.28: Počet studentů na veřejných vysokých školách

Na obrázku 7.29 je tabulka, která zobrazuje data o počtu studentů na
soukromých vysokých školách.

Obrázek 7.29: Data o počtu studentů na soukromých vysokých školách

Obrázek 7.30 znázorňuje počet studentů na soukromých vysokých školách.

Obrázek 7.30: Počet studentů na soukromých vysokých školách
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Obrázek 7.31 zobrazuje srovnání počtu studentů na veřejných a soukromých
školách.

Obrázek 7.31: Srovnání počtu studentů na veřejných a soukromých školách

Porovnání s Power BI

Při porovnání vizualizací mezi Power BI a naší aplikací se ukázalo, že data
jsou identická, což potvrzuje správné fungování naší aplikace.

Všechny grafy a tabulky obsahují stejné hodnoty a trendy, což svědčí
o konzistentnosti a spolehlivosti datových zdrojů a analytických postupů
používaných v obou nástrojích.

7.3.6 Vyhodnocení rozdílů

Výsledky grafů a tabulek z naší aplikace byly shodné s výsledky generovanými
v Power BI, což potvrzuje správnost a spolehlivost naší aplikace při zpracování
a vizualizaci dat. Nicméně, byly zaznamenány některé rozdíly v prezentaci
grafů:.Barvy: Naše aplikace používá odlišné barevné schéma ve srovnání s

Power BI..Číselná ohraničení: Nastavení číselných ohraničení na osách grafů se
lišilo mezi oběma nástroji.

Tyto rozdíly však nemají vliv na interpretaci výsledků. Naše aplikace
správně zpracovává data a poskytuje spolehlivé vizualizace, které odpovídají
výsledkům z Power BI.

Naše aplikace se osvědčila jako spolehlivý nástroj pro analýzu a vizualizaci
dat, s výsledky konzistentními s Power BI. I když má omezené možnosti pro
úpravy grafů, stále poskytuje přesné a srozumitelné vizualizace, což z ní činí
užitečný nástroj pro základní a středně pokročilé datové analýzy.

Naše aplikace má být jednoduchým nástrojem, takže ani nemá konkurovat
Power BI s možnostmi úprav grafů a dalších pokročilých funkcí.
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Kapitola 8
Diskuse

Tato kapitola se zaměřuje na zhodnocení výsledků dosažených při vývoji
aplikace, identifikaci omezení a problémů, se kterými jsme se setkali, a návrhy
na zlepšení do budoucna. Kapitola poskytuje přehled o tom, jak úspěšně byla
aplikace vytvořena, jaké oblasti potřebují další práci a jaké kroky by měly
být podniknuty pro optimalizaci a rozšíření funkcionality aplikace.

8.1 Hodnocení výsledků

Aplikaci se v rámci možností podařilo úspěšně vytvořit, ačkoli má některé ne-
dostatky. Podařilo se implementovat základní funkcionality, jako je nahrávání
dat, jejich zobrazení v tabulce, základní třídění sloupců, vytváření grafů a
provádění složitějších analytických operací, jako je lineární regrese a korelace.
Tyto výsledky lze exportovat do obrázků, což uživatelům umožňuje snadné
sdílení a prezentaci analýz.

Výukové materiály integrované do aplikace poskytují uživatelům základní
přehled o datové analýze a mohou sloužit jako první krok pro ty, kteří se
chtějí této oblasti věnovat hlouběji. Aplikace tak úspěšně funguje jako mezi-
stupeň mezi jednoduchými nástroji, jako je Excel, a složitějšími analytickými
aplikacemi nebo nástroji.

8.2 Omezení a problémy

Během vývoje a testování byly identifikovány některé omezení a problémy:.Chybějící pokročilý filtr dat: Aplikace postrádá pokročilé možnosti
filtrování dat. Uživatelé musí data předzpracovávat a filtrovat externě
před jejich nahráním do aplikace, což může být pro některé uživatele
nepohodlné..Rychlost zpracování geografických grafů: Načítání a vykreslování
geografických grafů je pomalé kvůli použití veřejného API a neparaleli-
zaci aplikace. Při načítání velkých datových sad aplikace zamrzne, což
znemožňuje uživateli provádět jiné úkony, dokud se data nenačtou.
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8. Diskuse .......................................
.Nepřehlednost v některých grafech: Uživatelé si stěžovali na nepře-

hlednost sloupcových grafů, kde se při více vstupních veličinách hodnoty
vykreslovaly příliš blízko sebe. Tento problém byl částečně vyřešen oddá-
lením hodnot, což zlepšilo čitelnost grafů..Design aplikace: Design aplikace byl hodnocen rozporuplně. Některým
uživatelům přišel jednoduchý a přehledný, jiným až příliš strohý a nehezký.
Pokusy o vylepšení designu nebyly uspokojivé, a tak byl ponechán v
původní verzi..Nedostatek zpětné vazby: Bohužel jsme nestihli vyzkoušet aplikaci
s větším počtem uživatelů. To omezuje možnost plně zhodnotit, zda
aplikace opravdu splňuje potřeby širokého spektra uživatelů a zda je
schopna u uživatele vzbudit zájem o datovou analýzu, nebo mu ukázat,
že datová analýza pro něj není ta správná cesta.

8.3 Návrhy na zlepšení

Na základě zjištěných nedostatků a uživatelské zpětné vazby jsou navrhována
následující vylepšení:.Pokročilé filtrování dat: Implementace pokročilejších možností filtro-

vání a manipulace s daty přímo v aplikaci by výrazně zvýšila její užitnou
hodnotu..Optimalizace výkonu: Paralelizace aplikace a optimalizace načítání
geografických grafů by mohly výrazně zlepšit rychlost a plynulost aplikace
při práci s velkými datovými sadami.. Zlepšení designu: Přehodnocení designu aplikace s ohledem na moderní
uživatelské rozhraní by mohlo zvýšit její atraktivitu a použitelnost..Rozšíření uživatelských testů: Provedení rozsáhlejších uživatelských
testů s větším počtem respondentů by poskytlo cenné informace o tom,
jak dobře aplikace plní svůj účel a jaké další úpravy by mohly být
potřebné. Důraz by měl být kladen na to, zda aplikace skutečně je
schopna pomoci uživateli rozhodnout, zda má zájem o datovou analýzu
nebo naopak ne..Rozšíření funkcionality: Přidání dalších analytických funkcí a mož-
ností vizualizace by mohlo aplikaci přiblížit k více pokročilým analytic-
kým nástrojům, aniž by ztratila svou jednoduchost a přehlednost.

Celkově lze říci, že aplikace splnila většinu stanovených cílů a poskytuje
uživatelům užitečný nástroj pro základní datovou analýzu. Díky výukovým
materiálům obsaženým v aplikaci mohou uživatelé získat základní představu
o datové analýze a rozhodnout se, zda se chtějí v této oblasti dále vzdělávat
a využívat pokročilejší nástroje.
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Pro ověření dlouhodobé užitečnosti a efektivity aplikace by bylo nutné
provést další testování a získat více zpětné vazby od širšího spektra uživatelů.
Teprve poté bude možné definitivně zhodnotit, zda aplikace skutečně naplňuje
svůj potenciál jako nástroj pro začínající datové analytiky.

8.4 Možnosti využití aplikace

Naše aplikace má široké možnosti využití v různých oblastech. Primárně byla
navržena pro analýzu dat týkajících se vysokých škol, což zahrnuje:.Analýza dat z vysokých škol: Aplikace umožňuje zpracování a vizu-

alizaci dat o studentech, studijních programech a dalších relevantních
informacích. To je užitečné pro plánování kapacit, hodnocení efektivity
studijních programů a další strategické rozhodování..Výukový materiál: Aplikace může sloužit jako nástroj pro výuku
základů datové analýzy. Jedinci, kteří se chtějí naučit pracovat s daty,
mohou pomocí naší aplikace získat praktické zkušenosti a základy, které
jim umožní přejít na pokročilejší nástroje, jako je Power BI nebo Tableau.

8.5 Další možnosti využití aplikace

Aplikace má potenciál být užitečným nástrojem pro různé další oblasti mimo
vzdělávání a analýzu dat o studentech.

8.5.1 Analýza prodeje pro malé podnikatele

Malí podnikatelé, kteří nemají přístup k složitým analytickým nástrojům,
mohou využít aplikaci pro analýzu prodejních dat. Na základě excelovské
tabulky s daty o prodeji a cenách zboží mohou podnikatelé:.Analyzovat, které produkty jsou nejprodávanější.. Určit, které produkty jsou nejvýnosnější..Vytvářet grafy pro vizualizaci prodejních trendů.

Příklad dat:

Obrázek 8.1: Ukázková data o prodeji produktů

Na obrázku 8.1 jsou znázorněna ukázková data o prodeji produktů. Tabulka
obsahuje datum prodeje, název produktu, počet prodaných kusů, cenu za kus
a celkovou cenu.
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Obrázek 8.2: Počet prodaných kusů jednotlivých produktů

Obrázek 8.2 zobrazuje sloupcový graf počtu prodaných kusů jednotlivých
produktů. Tento graf umožňuje rychle identifikovat, který produkt byl nej-
prodávanější.

Obrázek 8.3: Podíl prodejů jednotlivých produktů na celkovém prodeji

Obrázek 8.3 zobrazuje kruhový graf podílu prodejů jednotlivých produktů
na celkovém prodeji. Tento graf poskytuje vizuální přehled o tom, které
produkty přispívají nejvíce k celkovým tržbám.
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Obrázek 8.4: Základní statistiky prodejů

Obrázek 8.4 zobrazuje základní statistiky prodejů, včetně průměru, medi-
ánu, minimální a maximální hodnoty, a percentilů. Tyto statistiky poskytují
hlubší vhled do prodejních trendů a pomáhají při rozhodování o cenové
strategii.

Pomocí těchto grafů a výpočtů může malý podnikatel rychle a snadno
analyzovat své prodejní data a identifikovat klíčové produkty, které generují
nejvíce tržeb. Výpočty průměrné ceny a mediánu prodaných kusů poskytují
hlubší vhled do prodejních trendů a pomáhají při rozhodování o cenové stra-
tegii. Naše aplikace umožňuje vytvářet tyto grafy a provádět výpočty rychleji
a jednodušeji než v Excelu, což z ní činí užitečný nástroj pro podnikatele.

8.5.2 Osobní analýza výkonnosti při učení

Studenti mohou aplikaci využít k analýze své výkonnosti při učení na zkoušky.
Na základě záznamů o svém studiu mohou studenti:

. Porovnávat, jak různé studijní metody ovlivňují jejich výkon.

.Analyzovat, které faktory (např. čas strávený učením, prostředí) nejvíce
přispívají k jejich úspěchu.

.Vytvářet korelační grafy pro identifikaci klíčových faktorů úspěchu.

Příklad dat:

Obrázek 8.5: Ukázková data o čase stráveném učením a výsledcích zkoušek

Obrázek 8.5 ukazuje příklad tabulky s daty o čase stráveném učením,
prostředí a výsledcích zkoušek. Studenti mohou analyzovat tato data pro
zjištění, jak různé faktory ovlivňují jejich výkon.
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Obrázek 8.6: Základní statistiky studijních dat

Obrázek 8.6 zobrazuje základní statistiky zadaných studijních dat, včetně
počtu záznamů, průměru, mediánu a percentilů, což poskytuje studentům
rychlý přehled o jejich studijních návycích a výsledcích.

Obrázek 8.7: Čas strávený učením v různých prostředích

Obrázek 8.7 ukazuje sloupcový graf času stráveného učením v různých
prostředích. Tento graf pomáhá studentům vizualizovat, kde tráví nejvíce
času učením, a jak to může ovlivnit jejich výsledky.

Obrázek 8.8: Lineární regrese mezi časem stráveným učením a výsledky zkoušky
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Obrázek 8.8 zobrazuje lineární regresi mezi časem stráveným učením a
výsledky zkoušky. Tento graf ukazuje, jaký vliv má délka studia na úspěšnost
studentů, a pomáhá identifikovat optimální studijní návyky.

Studenti mohou pomocí těchto grafů a výpočtů analyzovat, jak různé stu-
dijní metody a prostředí ovlivňují jejich výsledky. Korelační graf pomáhá
identifikovat klíčové faktory úspěchu, zatímco výpočty průměrného času a
mediánu výsledků poskytují cenné informace o studijních návycích. Naše
aplikace umožňuje rychlé a snadné vytváření těchto grafů a provádění výpo-
čtů, což je mnohem efektivnější než v Excelu. Díky tomu se aplikace stává
užitečným nástrojem pro studenty, kteří chtějí optimalizovat své studijní
metody a dosáhnout lepších výsledků.

8.5.3 Plánování dovolené

Aplikace může pomoci lidem plánovat dovolenou na základě historických dat
o počasí a cenách. Pomocí excelovských tabulek obsahujících informace o
počasí a cenách mohou uživatelé:.Analyzovat, kdy je nejlepší doba na dovolenou z hlediska počasí.. Porovnávat ceny ubytování a dalších nákladů v různých obdobích..Vytvářet grafy, které vizualizují nejvhodnější čas pro cestování.

8.5.4 Analýza sportovního výkonu

Sportovci mohou aplikaci využít k analýze svého tréninku a výkonu. Pomocí
dat z tréninkových deníků mohou:.Analyzovat, jak různé tréninkové metody ovlivňují jejich výkon.. Identifikovat, které faktory (např. intenzita tréninku, odpočinek) nejvíce

přispívají k jejich zlepšení..Vytvářet grafy a korelační analýzy pro optimalizaci tréninkových plánů.

8.5.5 Analýza zdravotních údajů

Aplikace může být použita i pro analýzu osobních zdravotních údajů. Jednot-
livci mohou:. Sledovat a analyzovat své zdravotní ukazatele, jako je krevní tlak, hladina

cukru v krvi, váha a další.. Identifikovat trendy a vzory ve svých zdravotních údajích..Vytvářet grafy pro lepší vizualizaci zdravotních změn a účinků různých
intervencí.
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8. Diskuse .......................................
8.6 Uzavření kapitoly

Naše aplikace má široké možnosti využití v různých oblastech. Primárně byla
navržena pro analýzu dat týkajících se vysokých škol, což zahrnuje analýzu
dat o studentech, studijních programech a dalších relevantních informacích.
Díky výukovým materiálům může aplikace sloužit jako nástroj pro výuku
základů datové analýzy a pomoci uživatelům získat praktické zkušenosti, které
jim umožní přejít na pokročilejší nástroje, jako je Power BI nebo Tableau.

Kromě toho má aplikace potenciál být užitečným nástrojem pro různé
další oblasti, jako je analýza prodeje pro malé podnikatele, osobní analýza
výkonnosti při učení, plánování dovolené, analýza sportovního výkonu a
analýza zdravotních údajů. Pomocí aplikace mohou uživatelé snadno vytvářet
grafy a provádět výpočty, což díky grafickému klikátku je rychlejší a jednodušší
než v Excelu, a tím získat užitečné informace pro své rozhodovací procesy.

Celkově lze říci, že aplikace splnila většinu stanovených cílů a poskytuje
uživatelům užitečný nástroj pro základní datovou analýzu. Pro ověření dlou-
hodobé užitečnosti a efektivity aplikace by bylo nutné provést další testování
a získat více zpětné vazby od širšího spektra uživatelů. Teprve poté bude
možné definitivně zhodnotit, zda aplikace skutečně naplňuje svůj potenciál
jako nástroj pro začínající datové analytiky.
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Kapitola 9
Závěr

Tato práce se zabývá vývojem aplikace pro základní datovou analýzu, zamě-
řenou na data z vysokých škol. Hlavním cílem bylo vytvořit nástroj, který by
byl uživatelsky přívětivý a snadno použitelný pro začátečníky, kteří nemají
předchozí technické znalosti v oblasti datové analýzy.

Během vývoje aplikace jsme narazili na několik výzev, zejména v oblasti
pokročilého filtrování dat a optimalizace rychlosti zpracování geografických
grafů. Přesto se podařilo implementovat základní funkcionality, které umožňují
nahrávání dat, jejich zobrazení v tabulce, třídění sloupců, vytváření základních
grafů a provádění složitějších analytických operací, jako jsou lineární regrese
a korelace.

Aplikace byla testována s pěti respondenty, jejichž zpětná vazba byla
klíčová pro identifikaci a opravu nedostatků. Design aplikace byl hodnocen
rozporuplně, což naznačuje potřebu dalšího vývoje a vylepšení.

Navržená vylepšení zahrnují implementaci pokročilejších možností filtrování
dat, optimalizaci výkonu aplikace, přehodnocení designu a rozšíření uživatel-
ských testů. S dalšími vylepšeními a optimalizacemi by aplikace mohla být
ještě užitečnějším a efektivnějším nástrojem pro široké spektrum uživatelů.

Ambicí aplikace není konkurovat vyspělým nástrojům, ale být vstupenkou
do světa datových analýz. Z tohoto pohledu nevadí, že ne všechno se podařilo
implementovat. Vzhledem k této skutečnosti nemá smysl aplikaci výrazně
rozšiřovat, ale spíše přejít k existujícím pokročilejším nástrojům, pokud
uživatelé potřebují komplexnější funkce.

Aplikace byla navržena a vytvořena tak, aby umožnila provádět různé da-
tové analýzy nad běžně dostupnými daty o studentech a studiích na vysokých
školách. Tento cíl byl naplněn prostřednictvím následujících kroků:..1. Vyhledání volně dostupných datových sad poskytujících informace o

studentech vysokých škol a vysokých školách...2. Provedení základní analýzy těchto sad a jejich úprava do odpovídající
podoby...3. Návrh ukázkových hypotéz k ověření kvality dat s ohledem na možnosti
jejich analýzy...4. Potvrzení nebo vyvrácení hypotéz pomocí existujících nástrojů.
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9. Závěr ..........................................5. Vytvoření aplikace umožňující uživatelům provádět vlastní analýzy dato-
vých sad ve vizuální i nevizuální podobě s možností importu a expo rtu
různých datových sad...6. Uživatelské testování aplikace pomocí dříve stanovených hypotéz a uká-
zání dalších možností využití aplikace.

Aplikace má potenciál být užitečná i v jiných oblastech, například:

.Analýza prodeje pro malé podnikatele: Malí podnikatelé mohou
analyzovat prodejní data, identifikovat nejprodávanější a nejvýnosnější
produkty a vizualizovat prodejní trendy.

.Plánování dovolené: Uživatelé mohou analyzovat data o počasí a
cenách, aby zjistili nejlepší dobu pro dovolenou z hlediska počasí a
nákladů.

.Osobní analýza výkonnosti při učení: Studenti mohou sledovat svou
studijní výkonnost, identifikovat efektivní studijní metody a optimalizovat
své studijní návyky.

.Analýza sportovního výkonu: Sportovci mohou analyzovat tréninková
data, identifikovat klíčové faktory pro zlepšení výkonu a optimalizovat
tréninkové plány.

.Analýza zdravotních údajů: Jednotlivci mohou sledovat své zdravotní
ukazatele, identifikovat trendy a vizualizovat zdravotní změny.

Tato práce mi poskytla cenné zkušenosti a znalosti v oblasti vývoje softwaru
a datové analýzy. Doufám, že aplikace, kterou jsem vytvořil, bude užitečná
nejen pro mě, ale i pro ostatní, kteří chtějí získat základní dovednosti v datové
analýze a postupně přecházet k pokročilejším nástrojům.
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.................................... 9.1. Osobní reflexe

9.1 Osobní reflexe

Během práce na tomto projektu jsem se setkal s mnoha výzvami, které mi
pomohly rozvinout mé technické dovednosti a schopnosti řešení problémů.
Spolupráce s OpenAI chatbotem a využití GitHub Copilot mi umožnily
zefektivnit proces psaní a programování. Celkově tato zkušenost mi poskytla
hlubší porozumění tomu, jak lze tyto nástroje efektivně využít v reálných
projektech.

Práci jsem zpracovával průběžně s různými přestávkami, což mi umožnilo
rozumně zvládnout jednotlivé úkoly a části projektu. Díky tomuto přístupu
jsem měl dostatek času na řešení problémů a implementaci většiny funkcionalit.
Pravidelné schůzky s vedoucím práce byly nesmírně důležité, protože mi
poskytovaly cennou zpětnou vazbu a umožnily mi lépe plánovat a organizovat
jednotlivé fáze práce. Zároveň mně nutily pracovat opravdu průběžně, což
zpětně hodnotím velice kladně.

Celkově jsem s výsledkem práce spokojen a věřím, že aplikace, kterou jsem
vytvořil, splňuje z většiny stanovené cíle. Tento projekt mi poskytl cenné
zkušenosti a znalosti, které mi budou užitečné v mé budoucí kariéře.
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Příloha B
Aplikace a repozitáře

B.1 Odkazy na repozitáře

Na stránce GitLab FEL1 nebo v případě chybějícího přístupu do FEL GitLabu
také na GitHub2 najdete všechny soubory spojené s aplikací a bakalářskou
prací.

B.2 Excel tabulky pro analýzu

Excel tabulky pro analýzu jsou zpracované tabulky, které lze využívat pro
datovou analýzu v aplikaci. Tyto tabulky doporučuji stáhnout a používat v
aplikaci.

B.3 Spustitelný soubor

V hlavní složce aplikace najdete soubor DataStart.exe. Jedná se o spustitelný
soubor, ke kterému byste neměli potřebovat další závislosti. Pokud aplikace
nefunguje, může být problém s chybějícími Visual C++ Redistributables
nebo jinými podobnými komponentami.

Aplikace by měla být spustitelná pouhým stažením a dvojklikem na ni. V
aplikaci je na úvodní stránce krátký popis a případné vysvětlení, co a jak
dělat.

1https://gitlab.fel.cvut.cz/horejvo1/bakalarska-prace-datova-analyza
2https://github.com/vojtee/Bakalarska_prace_datova_analyza
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